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Notations

Notations
Z Ensemble d& objets caractérisés pdrattributs
n Nombre de données
d Nombre d’attributs
X; Donnée particuliere d’'indice
fr Attribut particulier d’'indicer
Xir Réalisation particuliére de l'attribut sur la donnée;
Gij Fonction de distance entre deux donngest x;
A Matrice de distance (xn)
Wij Fonction de similarité entre deux donnéest x;
W Matrice de similarité (ixn)
g Parametre de dispersion de la fonction gaussienne de stgila
9 Graphe de similarité
N Ensemble des noeuds du graphe
& Ensemble d’arcs entre les différents noeuds du graphe
S Noeud correspondant au poiqgt
di Degré correspondant au noesd
D Matrice des degrés
L Matrice Laplacienne
Yi Label de classe de la donnge
Y Vecteur des labels de classes des données
o Nombre de classes de données
W Classe de données
Nw Nombre de données de la classe
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8 Notations
Ueor Moyene de la classe& sur l'attribut f,
aé,r Variance de la classe sur 'attribut f,
2 Sous-ensemble dedonnées labellisées
24 Sous-ensemble dedonnées non labellisées
M Sous-ensemble de contraintes must-link
€ Sous-ensemble de contraintes cannot-link
54 Sous-ensemble de contraintes
| A | cardinal de#
|| cardinal deg’
Gy Graphe des must-link
G? Graphe des cannot-link
W4 Matrice des must-link
W% Matrice des cannot-link
SV Score de la Variance de l'attribdit
Ur Moyenne de I'ensemble des données sur I'attribut consitjéré

var(f,)  Score de la Variance sous-jacente a un graphe de I'attfibut

f, Moyenne pondérée des données projetées sur I'attfibut

Sk, Score Laplacien de I'attribuf

Sk Score de Fisher de I'attribut

SM Score Laplacien couplé a l'information mutuelle de I'dutr f,
SC}l Scores de contraintes 1 de Zhang de l'attrifjut

SC,Q Scores de contraintes 2 de Zhang de I'attrifjut

SC;3 Scores de contraintes de Zhao de I'attrifiut

SG Score de sélection semi-supervisé avec contraintes deitatf,
R Matrice des rangs

Coefficient de Kendal

Total des rangs
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Introduction générale

.1 Contexte

Dans les différents domaines des sciences de l'ingénieaiéVeloppement technologique
et le besoin de superviser des systemes de plus en plus cawplecessitent 'analyse de bases
de données de taille importante (signaux, images, docianent
Toutefois, si dans cette accumulation de données, on edtasinir une information complete
et utile, celle-ci risque d’étre "noyée" dans la masse. Cese jies problemes de la structuration
des données et de I'extraction des connaissances.

En effet, les bases de données sont en général définies pabtissix a deux dimensions cor-
respondant aux données et aux attributs caractérisanbnages. Ces deux dimensions peuvent
prendre des valeurs trés élevées, ce qui peut poser un pidés du stockage, de I'explora-
tion et de I'analyse de ces données.

Pour cela, il est important de mettre en place des outilsaitetnent des données permettant
I'extraction des connaissances sous-jacentes. L'eitrackes connaissances s’effectue selon
deux directions, la catégorisation des données (par rpgrmant en classes) et/ou la réduction
de la dimension de I'espace de représentation de ces dofpa¥estlection ou extraction d’at-
tributs).

La classification vise a découvrir la structure intrinsédum ensemble de données en formant
des groupements qui partagent des caractéristiques isewnilaa réduction de la dimension se
pose comme une étape primordiale dans le processus deitprégat des données (filtrage,
nettoyage, élimination des points aberrants, etc.). Eet,gfbur des données appartenant a un
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espace de grande dimension, certains attributs n’app@tenne information voire expriment
du bruit, d’autres sont redondants ou corrélés. Ceci reraldesithmes de décision complexes,
inefficaces, moins généralisables et d’interprétatiorcdtd.

Les méthodes de réduction de la dimension de I'espace déseagiation peuvent étre divisées
en méthodes d’extraction d’attributs et méthodes de sétedtattributs. L'extraction d’attri-
buts transforme 'espace d’attributs de départ en un noesgace formé de la combinaison
linéaire ou non linéaire des attributs initiaux. La sélaetd’attributs choisit les attributs les
plus pertinents selon un critére donné. Les données sastaalysées apres projection dans
un espace de représentation composé des attributs lesgpturepts. Toutefois, l'interprétation
des attributs extraits est plus délicate que l'interpré@tadles attributs sélectionnés.

Le point clé de la sélection d’attributs est la définitiond'score mesurant la pertinence de
chacun des attributs. Cette sélection s’appuie sur la cesauaie explicite et implicite sur les
données. Quand on ne dispose d’aucune information a ptiolesegroupement des données
en classes, le contexte d’apprentissage est dit non sgpehd pertinence d’un attribut est alors
mesurée en évaluant ses capacités a préserver la struetudenhées [DB04].

Pour de nombreuses applications, on dispose des informsagiqriori sur la répartition des
données en classes. Ainsi, pour ces donnees, les labelldssscont été fournis. Dans ce cas,
la sélection supervisée consiste a mesurer la corrélativa Eattribut et les labels des classes
des données [YLO4].

Les algorithmes de sélection supervisée nécessitent derdids labels de toutes les données.
Par conséquent, la procédure de labellisation réaliséerpaxpert humain peut s’avérer fasti-
dieuse et couteuse en temps de travail. C’est pour cettenrqis® pour des applications réelles,
on est généralement en présence de bases de données foenméestuieuses données non la-
bellisées et de peu de données labellisées. Ce contexterefaigpage est dit semi-supervisé
car I'analyste exploite a la fois les données non labekigddes quelques données labellisées.

Il est aussi possible de modéliser la connaissance a padexpert grace a des contraintes por-
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tant sur des couples de données ([WORY)). Il s’agit de mentionner pour quelques données
prises deux a deux si elles sont similaires et doivent altvesrégroupées ensemble, ce sont
des contraintes "must-link", ou si elles sont dissimilairegagc ne doivent pas étre regroupées
ensemble, ce sont des contraintes "cannot-link".

La définition de contraintes demande moins de connaissantefforts de la part de I'expert
gue la définition des labels de données qui nécessitentid@e® informations précises sur les
classes d’appartenance des données,

Les scores qui évaluent les attributs grace a ces consaigtgigent I'information apportée par
les données non contraintes [ZCZ08] [ZLHO08]. Par ailleues, scores dépendent fortement des
contraintes fournies par I'expert. Un changement de ceaoies provoque un changement
des scores des différents attributs et donc de leur clasge@®ci nous améne alors a introduire
un nouveau score de sélection semi-supervisée avec cuagajui prend en considération a la
fois les propriétés locales des données ainsi que les auesdournies par I'expert.

Afin de mesurer la sensibilité de chacun des scores de ametsavis a vis du choix des
contraintes, nous aurions pu estimer la dispersion desdaudponne classification obtenus par
chacun de ces scores avec différents sous-ensembles dami@st Cependant, cette évaluation
est tres dépendante du classifieur utilisé. Nous propodons @gexaminer la dispersion des
rangs des attributs fournis par les divers scores en utilisacoefficient de Kendall [Grz06].
Cette comparaison des différents scores de sélection gtAceedficient de Kendall est une
nouvelle approche basée uniquement sur les rangs desittidgiirnis par chacun des scores
sans considérer les performances de classification.

Les travaux antérieurs évaluent les performances desatiffe scores en considérant les taux
de bonne classification obtenus par un classifieur supespiéant dans I'espace des attributs
sélectionnés par chacun de ces scores. Cette méthode diwaldes performances des scores
ne prend pas en considération le contexte d’apprentisiges proposons alors une méthode

d’évaluation semi-supervisée de facon a ce que la séledtaitributs et la classification de
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données soient réalisées dans le méme contexte.

Afin de comparer les performances de différents scores péspdans la littérature, des expéri-
mentations sont dans un premier temps meneées avec des badasnges de référence. Nous
avons ensuite appliqué notre approche a une problématajemietiique concrete, a savoir la
classification d'images couleur présentant des texturesldscription du contenu des images
se fait par le biais d’attributs qui doivent permettre deacériser les classes en présence. Dans
le cas de textures couleur, il est opportun d’utiliser dasbats de textures qui sont non seule-
ment capables de caractériser la distribution des coureais qui tiennent compte également
de I'arrangement spatial de ces couleurs au sein des imabes Porebski a montré qu'il est
intéressant de calculer des attributs de textures a pamiages codées dans différents espaces
couleur [Por09]. Comme le nombre d’attributs est si élevd gaut pénaliser la qualité de dis-
crimination, il est nécessaire de procéder a une réductda dimension de I'espace d’attributs

afin de ne conserver que les plus pertinents.

.2 Organisation du manuscrit

Le premier chapitre de ce mémoire s’intéresse a la reprsamtdes données et de la
connaissance a priori sur la structure de ces données., Aiogs détaillons les données et
les attributs qui les caractérisent. Ensuite, nous nogsaasons aux mesures de similarité entre
données basées dans la plupart des cas sur la notion decdis@ette relation de similarité
entre données est représentée sous la forme d’'un graphaitiigd. Enfin, nous représentons
aussi sous forme de graphes la formalisation des conna&sarpriori apportées par I'expert et
qui définissent le contexte d’apprentissage. Nous nousesgens au contexte semi-supervisé
ou nous disposons de connaissances incomplétes.

Le nombre élevé dattributs nécessite une étape de rédudtola dimension qui sera
présentée dans le second chapitre. Nous nous sommes sgei@msx methodes de sélection
d’attributs et plus particulierement aux scores de class¢rdes attributs a base de graphes.
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Nous commencons alors par détailler les différentes étdjpee procédure de sélection. En-
suite, nous exposons les divers scores de classementtdittutilisés dans un contexte non-
supervisé, supervisé ou semi-supervise.

Quand la connaissance a priori est formalisée grace a dasicnes reliant les données prises
deux a deux, les attributs sont évalués grace a des scoremttaigtes. Comme ces scores
négligent I'information apportée par les données non+edmts, nous proposons un nouveau
score pour la sélection semi-supervisée avec contrai@escore prend en compte a la fois

I'ensemble des données et les contraintes disponibles.

Dans le troisieme chapitre, nous abordons un probléme apicae la sélection d’attributs
par les divers scores de contraintes, a savoir, la dépeadiex attributs sélectionnés vis a
vis des contraintes. Cette dépendance est tout d’abortrdupar un exemple, puis mesurée
a l'aide du coefficient de Kendall basé sur la matrice desgatep attributs. Des résultats
expérimentaux sur des bases de données réelles montrenbtyaescore de contraintes est

moins sensible au jeu de contraintes que les scores esistant

Dans le quatrieme chapitre, nous appliguons la procéduérealiiation classique sur les
bases de données utilisées dans le troisieme chapitre afiondearer les performances des
différents scores considérés. Les résultats obtenus emrgue les attributs sélectionnés par
notre score fournissent des taux de bonne classificatiopa@hles a ceux obtenus par les at-
tributs sélectionnés par les scores existants. Cette puoe@¥valuation classique utilise un
classifieur supervisé des données tests. Ainsi, les dodreggsrentissage utilisées comme pro-
totypes sont labellisées. Cependant, ces labels n'ont @axgloités par les scores de sélection.
En effet, ces scores utilisent uniqguement un nombre restieicontraintes entre données et/ou
I'ensemble de données non contraintes. Par conséquedgriages test sont classifiées dans un
contexte supervisé, alors que les attributs ont été setewis dans un contexte semi-supervise.
Cela nous a amené a proposer une nouvelle procédure d’éealgat garantit que la sélection
et la classification opéerent dans le méme contexte d’appsage.

© 2011 Tous droits réservés. http://doc.univ-lille1 fr



These de Mariam Kalakech, Lille 1, 2011

14 Introduction générale

Le cinquiéme chapitre est une application de I'évaluatida eomparaison des scores pour
la sélection d’attributs de textures couleur. En effethpdes nombreux attributs de texture
pouvant étre extraits des images couleur, il est nécesdais®lectionner les plus pertinents
afin d’'améliorer la qualité de classification. Nous utilisdes attributs d’Haralick extraits des
matrices de co-occurences pour caractériser les imagestded codées dans différents espaces
couleur. Nous montrons des résultats obtenus sur les dieses de texture de référence avec

lesquelles nous avons mené nos expériences.

.3 Contributions de la thése

Les contributions de la these se situent au niveau des Eiviants :

— Etatde I'art sur les scores de classement d’attribuisésidans un contexte non-supervisé,
supervisé ou semi-supervisé. Ainsi, nous présentonsdessbasés sur la représentation
des données par graphes de similarité. Ces scores sonéslastec des exemples péda-
gogiques.

— Proposition d’'un nouveau score de sélection d’attribetsisupervisé avec contraintes.
Ce score utilise a la fois I'ensemble des données et le saesvdrie de contraintes must-
link et cannot-link disponibles. Ceci permet d’'intégrer pespriétés locales des données
en plus de I'information a priori fournie par I'expert.

— Nouvelle comparaison des différents scores utilisantnsemble de contraintes basée
sur le coefficient de Kendal. A notre connaissance, c’estéener travail de ce genre
qui compare les scores de contraintes en se basant uniqueunées rangs des attributs
fournis par chacun des scores.

— Proposition d’'une nouvelle méthode d’évaluation basékgaux de bonne classification
dans un contexte non-supervisé ou semi-supervisé. Cettmdeiti’évaluation de la per-
formance des scores consiste a réaliser la sélectionibidattrainsi que la classification

dans le méme contexte d’apprentissage.
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— Application des scores de contraintes a la sélectionribats de textures couleur. L'ex-
pert construit des contraintes must-link et cannot-linkestes différentes images de tex-
tures. Ces contraintes sont ensuite utilisées pour séd@etides attributs de textures les

plus pertinents pour la classification de ces images.
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Chapitre 1

Représentation des données et de la

connaissance a priori

1.1 Introduction

Dans les domaines de la reconnaissance des formes, I'siggegye des machines et la
fouille des données, on dispose de plus en plus de bases déafode tres grandes dimen-
sions (images, signaux, documents, etc.) qu’on cherchalgsam dans I'objectif d’extraire des
connaissances utiles. Cette analyse passe par le regraupemelasses des données qui res-
pectent des propriétés similaires.

Lorsque la seule connaissance disponible est la base déemerhlie-méme, le contexte de dé-
cision, a savoir I'assignation de chaque donnée a une c¢lestsdit non-supervisé. En plus des
données, il peut étre utile de disposer de connaissancéwiedordomaine (nombre de classes,
labels des classes, similarité entre données, ...). tihiction de ces connaissances dans le
processus de décision ne peut qu’améliorer les perfornsatealgorithmes de décision.

Le contexte de décision est dit supervisé lorsqu’en plusddesées, une connaissance com-
plete du domaine sous forme de labels de classes de toutdsrinées est disponible. Entre
ces deux contextes, le contexte semi-supervisé correspded situations courantes ou on est
en présence de connaissances partielles sous forme de debelasses de quelques données,
contre un grand nombre de données non labellisées.
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Ce chapitre est alors consacré a la représentation des doende la connaissance a priori
apportée par l'utilisateur. Nous définissons tout d’abesidonnées ainsi que les attributs qui
les caractérisent (cf. section 1.2). Puis, nous détailemsesures de comparaison entre paires
de données en évaluant notamment leur similarité (cf.@edti3). Ensuite, nous exposons la
représentation de ces données et de cette notion de siésgaris forme d’'un graphe, ainsi
gue toutes les mesures caractéristiques et les notiongquépt en découler (cf. section 1.4).
Enfin, selon les connaissances a priori dont nous disposwrees données, nous distinguons
trois contextes d’analyse a savoir, le contexte supermise,supervisé ou semi-supervisé (cf.

section 1.5).

1.2 Données et attributs

Nous disposons d’'un ensemhki& den objets, donnant naissance abservations ou don-
nées. Chaque objeest caractérisé pdrattributs{ f1, ..., fr, ..., fq }. La réalisation particuliére
de l'attribut f, associée a la donnégest désignée par; . Lensemble des réalisations des attri-
buts sur les données définit une mateicden lignes etd colonnes appelée matrice de données,

représentée comme suit :

X112 ... X1r ... X1d
X= X1 .. Xr .. Xd (1.1)
Xn]_ cee an e Xnd

Chacune des lignés= 1, ..., n de la matrice, représente un objet et définit un vecteur appel
donnée dan®¢ et notéx; = (X1, ..., Xir, ..., Xig)| . Chacune des colonnes= 1, ..., d, corres-
pondant aux réalisations d’un attribut sur 'ensemble dgsts, définit un vecteur dafi®’, noté
fr=(Xry ooy Xiry ooes x.m)T et appelé vecteur attribut des objets.
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D’une maniéere générale, les valeurs des attributs peutrerg@alitatives ou quantitatives. Dans
le cadre de nos travaux, nous nous intéressons exclusivaemeattributs quantitatifs.

Pour se placer selon un point de vue géométrique, on repieésbaque donnée par un point
dans un espad®’. L'ensemble des données définit des nuages de points daspese appelé

espace d'attributs ou espace d’entrée.

1.3 Distance et Similarité

L'idée intuitive de I'analyse de données s’appuie sur lagpe : " ceux qui se ressemblent
s’assemblent . En faisant une analogie entre similaritéldeaées et proximité des points dans
I'espace d’attributs, on peut chercher dans la structuseldanées telles qu’elles se présentent,
des groupements naturels selon l'idée : il est tres probgise dans I'espace d’attributs, des
points proches représentent des données d’un méme grogpe des points lointains repré-
sentent des données qui appartiennent a des groupesmgfgeis00].

Il est alors nécessaire d’évaluer les ressemblances oiskentblances qui existent au sein de
ces données [Hus10]. Le terme de fonction de similarité os gimplement celui de similarité
est alors utilise.

La similarité a pour objet de quantifier la ressemblanceeesidux données. En faisant I'ana-
logie avec la proximité, elle est basée dans la plupart deswala notion mathématique de
distance. En effet, il est admis que deux points séparés, Espace des attributs, par une
grande distance correspondent a deux données non sisilErelis que deux points proches
(au sens de cette distance) correspondent a deux donnéssngisimilaires. Pour cette rai-
son, nous allons tout d’abord introduire la notion de disggpour ensuite définir la fonction de
similarite.
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1.3.1 Distance

La fonction de distance utilisée pour definir la distadgeentre les points représentant
les donnéesx(, x;) est une application ded x RY dansR*. Elle doit respecter les propriétés

suivantes [L0s98] :

— Non négativité 5; > 0

— Symétrie §j = Jji

Seéparation§; =0=i=j
— Minimalité : & =0

— Inégalité triangulaire &j < & + &

Plusieurs fonctions de distance ont été définies danséaditire. Ces fonctions ont une valeur
proche de 0 pour un couple de points proches dans I'espaadtdbsts et une valeur qui tend
vers+-co pour un couple de points éloignés dans I'espace des a#iribut

Les distances les plus courantes sont :

— Distance Euclidienne

La distance Euclidienne, qui est la distance la plus uéliest définie comme suit :

o

& =1 (4 —xjr)?JH? (1.2)
r=1

— Distance de Manhattan

La distance de Manhattan est définie par :

d
Gj = Zl|xir —Xjr‘ (1.3)

— Distance de Minkowski
La distance de Minkowski est une généralisation de la dist&uclidienne et de la dis-
tance de Manhattan. Elle est définie par :
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o

G =[S (i — x4 (1.4)
r=1

ou g est un entier positif non nul.

Une forme plus générale est la distance pondérée :

&j =[> ar(X — xjp )9/ (1.5)

a, étant un coefficient de pondération associé a chaque attribu

A partir de la matrice des donné¥son construit la matrice de distana®& x n) de terme

genéralgj caractéerisant la distance séparant chaque paire de pRintg) (

(0 .. & .. &l
_5nl e Oni e 0_

1.3.2 Similarité

La similarite notéav;; exprime la ressemblance entre les donnges). C’est une appli-
cation deR9 x RY dans|0,1] telle que :

— Symétrie wij = wj;,

— Normalisation w;j € [0,1],

= Wji = Wj.
Une similarité proche de 1 indique que les données sontamesl, tandis qu’une valeur proche

de 0 indiquent qu’elles sont différentes.
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Les fonctions de similarité peuvent étre exprimées soudateses multiples (cosinus, co-
efficient de corrélation de Pearson, Gaussienne, voire.flgy#MRB96].

Les fonctions de similarité les plus courantes sont :
— La fonction cosinus
La fonction cosinus est surtout utilisée dans I'analyse desiments [SB88]. Elle est
définie comme suit :

)

(1.7)

Deux données sont d’autant plus similaires que leurs pasgeciés sont placés sur une
méme droite passant par I'origine de I'espace d’attribDette fonction de similarité est
donc sensible a la direction des données projetées dapades!’attributs. Son principal
inconveénient est I'impossibilité de différencier des dées qui ont des formes ou des
directions similaires et qui sont trés éloignées les unesadaes. Cette mesure n’est pas
couramment utilisée en analyse de données ou les diffé&emtee données sont plus
liées a leur amplitude qu’a leur direction dans I'espacétiabats.

— La fonction Gaussienne basée sur la distance Euclidienne
En général, la fonction de similarité doit prendre en conleserelations de voisinage
entre les données. C’est pour cette raison que la fonctiossBane basée sur la distance

Euclidienne entre points est souvent utilisée. Elle eshagfiar :

Wij = exp(—zﬁizé?) (1.8)
ou §; est la distance Euclidienne entre les points associés auxedsx; et x; definie
dans I'équation (1.2).
Le paramétre de dispersiandoit étre choisi de telle sorte qu’il soit adapté a la disjpers
locale des données disponibles [MJO1]. En effet, quandskanice Euclidienne séparant
X; etx; est inférieure a/20, le terme au sein de I'exponentielle est inférieur & -1. La
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mesure de similarité entre ces deux points s’approche dioia valeur 1. Par contre,
quand la distance séparaftet X; est nettement supérieure&0, le terme au sein de
I'exponentielle est supérieur a -1. La mesure de similastsalors proche de O.

Cette fonction de similarité prend ses valeurs dans lir#gvcontinu [0,1]. La valeur

0 signifie une similarité nulle entre données ;) associées a des points eloignés dans
I'espace des attributgy( tend vers+oo), tandis que la valeur 1 correspond a une grande
similarité entre données associées a des points procheselspace des attributé;(=0).
Plus la distance séparant deux points dans I'espace bigtmest grande, plus la similarité

entre les données associées est petite.

A partir de la matrice de distancés on construit alors la matrice de similarié(n x n) de
terme genéralv; caractérisant la similarité entre chaque paire de donngesl a partir de

leurs représentations dans I'espace d’attributs :

1 Wiy Win
W= lw; ... 1 .. wp (1.9)
_Wnl Whi 1 |

Voici un exemple simple qui illustre les notions de donnétsibuts ainsi que le calcul de
distance et de similarité entre ces données.
Exemple : Soit un ensemble de 4 donnégs={xy, X2, X3, X4 }, caractérisées par 2 attributs
et fo (n=4,d = 2). Ces données sont définies par la matkiamme suit :
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Matrice de données

4 4
~05 -05 (1.10)
X=
4 2.5
-05 05

La figure 1.1 montre la représentation de ces données dapster?,

Figure 1.1 : Représentation des données dans I'espace

Matrice de distances :
La matrice de distancA (n x n) calculée entre ces données dans I'esg&ten utilisant la

distance Euclidienne de I'équation (1.2) est :

0 6364 15 57009
6364 0 54083 1 (1.11)
15 54083 0 49244
57000 1 49244 0
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Nous pouvons ainsi remarquer que les poiatst x4 les plus proches dans I'espace d’attributs
sont séparés par la distance minimade, (= d42 = 1), tandis que les pointg et x» les plus
éloignés dans I'espace d’attributs sont séparés par ndistmaximaled > = &1 = 6.364).

Pour illustrer l'influence du choix de la fonction de simitér nous allons calculer la similarité
de deux facons différentes : tout d’abord, en utilisant lacfmn cosinus, puis en utilisant la
fonction Gaussienne basée sur la distance Euclidienne.

Matrice de similarité cosinus :

En utilisant la fonction cosinus de I'équation (1.7), la rica de similarité W sera alors :

1 1 09744 0O

W 1 1 09744 O (1.12)
0.9744 Q9744 1 02249
| 0 0 02249 1 |

Nous pouvons remarquer que les poiriset X, séparés par la distance la plus grande dans
I'espace d’attributsd» = &1 = 6.364) correspondent a la paire de données la plus similaire
(w12 =wo1 = 1), puisque ces deux points appartiennent a une méme dasisaipt par I'origine.
L'angle x;0x, étant égal a 0 degré, son cosinus est donc égal a 1. Par destpejntsx, et X4
sépareés par la distance la plus faible dans I'espace thai$rid,4 = 12 = 1) correspondent a

la paire de données la moins similaiveg = ws = 0).

Cet exemple illustre que la fonction de similarité basée swokinus n’est pas sensible aux
distances séparant les points dans I'espace des attributs.

Matrice de similarité Gaussienne :

En utilisant la fonction de similarité Gaussienne de I'dmqra(1.8) et en fixant a 2, la matrice

de similarité W sera alors :
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1 00063 07548 00172
00063 1 00258 08825
W= (1.13)
07548 00258 1 00483

0.0172 08825 00483 1

Nous pouvons remarquer que les poxtetx, séparés par la distance la plus grande dans 'es-
pace d’attributs correspondent a la paire de données lasnsoiilaire (vi2 = wp; = 0.0063),
tandis que les pointg et x4 séparés par la distance la plus faible dans I'espace thaitsrcor-
respondent a la paire de données la plus similaipg £ ws, = 0.8825).

Cet exemple met en évidence que la similarité basée sur ladarGaussienne dépend de la
distance séparant les points associés aux données dgakadattributs.

La similarité basée sur la distance entre les points daspd&e d’attributs semble donc étre
mieux adaptée au regroupement des données. C’est pouraistte que la fonction de simila-

rité Gaussienne basée sur la distance Euclidienne a étéiediezlong de ce manuscrit.

1.4 Représentation des données par graphe de similarité

Le concept de graphe peut étre utilisé comme modele de spied®n des données des que
celles-ci sont intrinsequement liées entre elles. |l peaitexprimer les relations et de révéler
les dépendances entre ces données [Lop05]. L'analyse deapdses a pour objectif de conce-
voir des représentations synthétiqgues qui puissent egpiiimteraction entre les différentes
données représentées [Big93].

Apres avoir défini les données et la notion de similaritéeeoérs données, nous allons montrer
comment représenter ces notions sous la forme d’un graphe.
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1.4.1 Définition

D’une maniéere générale, les données sont représentégoroad’un graphe de similarité
non orienté et pondéré de facon a modéliser la relation dénage de ces différentes données.
Ce graphe est défini comme sui#= (.1, &) ou :

— ./ estl'ensemble des noeuds : a chaque pginh associe un noelsl

— & est 'ensemble d’arcs entre les différents noeuds. Il spwad au produit cartésien

N XN,
A chaque arc reliant deux noeusgl®ts; (i # j) est attribué un poids. Ce poids n’est autre qu’une
fonction de similaritéw;j; (0 < w;j < 1) calculée entre les donnégsetx; comme précisé dans
le paragraphe 1.3.

Exemple :

Figure 1.2 : Représentation des données et du graphe correspondant.

Afin de mieux comprendre la représentation de données paiaphgde similarité, nous allons
reprendre I'exemple précédent avec les données issuesmati@e (1.10). Pour construire
le graphe représentatif de ces données (voir figure 1.2)sswcee a chacun des pointsdans
I'espaceR? un noeud not§. Les 4 points seront ainsi représentés par 4 noeuds. Esuitene
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un arc relie chaque paire de noeuds deux a deux, hous aurtotaioie 6 arcs. Nous pondérons
chaque arc reliant deux noeugl®ts; par la similaritéw;; entre leurs données correspondantes
X; etx; en utilisant la matrice de similarité (1.13) basée sur ltadise Euclidienne de I'équation
(1.8) construite ci-dessus. Par exemple, I'arc relianhe=udss; ets, est pondéré par la valeur
0.0483 puisque la similarité entre les poirgset x4 estwsg = Wiz = 0.0483.

Il est important de signaler que la similarité au sein d’'ummaéoeud n’est pas représentée

dans ce graphe car elle est toujours égale a 1.

1.4.2 Types de graphes

Il existe principalement deux types de graphes qui se digént par le nombre d’arcs reliant

les noeuds entre eux [Lux07].

— Graphe complétement connecté Tous les noeuds du graphe sont connectés entre eux.
Cela induit alors un trés grand nombre d’arcs méme pour uhrpatibre de noeuds. En
effet, poum données représentées paroeuds du graphe, correspondefmt—1)/2 arcs.
Connecter tous les noeuds du graphe entre eux n’est pasi®ujia. Dans ce cas, il est
préférable d’utiliser un graphe partiellement connecté.
— Graphe partiellement connecté il se caractérise par des connexions partielles entre les
noeuds liée a la notion de voisinage. On en distingue 2 ca&sgo
— £—Voisinage: seuls les noeuds, sj associes aux points et x;, dont la distancej;
dans I'espace d’attributs est inférieure a un certain segdnt connectés étant un
réel fixé par l'utilisateur.

— k— voisinage: le noeuds associé au poing est connecté au noesgassocié au point
Xj sixj est parmi lek plus proches voisins de¢ au sens d’une distance dans |'espace

d’attributs,k étant un nombre entier fixé par I'utilisateur.
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Il faut noter que la construction du graphe partiellememingxté est uniguement basée sur la
distance séparant les points dans I'espace d’attributs.

Il est intéressant d’étudier les colts de calcul de ces Jtgpagraphes en distinguant le colt de
construction du graphe, le colt de stockage du graphe aiadeaolt de parcours du graphe. Il
est vrai que le colt de stockage ainsi que le colt de parcaugsaghhe partiellement connecté
(e—voisinage ek— voisinage) sont inférieurs respectivement au colt de agelket au colt de
parcours du graphe completement connecté, puisque setifeaudiie des arcs de connexion est
représentée dans ce type de graphe.

Cependant, la construction du graphe complétement connécessiten(n— 1) /2 opérations
pour le calcul des difféerentes valeurs de similarité. Pougnaphes—voisinage , a ce colt seront
ajoutéesi(n— 1) /2 opérations afin de seuiller les différentes valeurs ddaiité et d’éliminer
les valeurs inférieures au seuil. Tandis que, pour un grdphe voisinage, a ce codt sera ajouté
le coqt du tri degn— 1) similarités, a savoir,n(n—1)/2)log(n(n— 1)/2) opérations et le codt
d’extraction dek—plus proches voisins de chacune dafonnées qui atteirkn opérations.
Exemple :

Afin de mieux comprendre la différence entre le graphe cotaplent connecté, le graplse
voisinage et le graphk-voisinage, nous allons reprendre I'exemple précédentadedtrice
(2.10). Nous illustrons les différents types de graphe engmt en considération le noesgu
graphe représentatif du poixg et en nous appuyant sur la matrice de distah¢k11) et sur la
matrice de similarit&V (1.13).

La figure 1.3(a) illustre le cas du graphe complétement oactérml le noeuds est connecté a
tous les autres noeuds du graphe.

La figure 1.3(b) illustre le cas du graphe ge voisinage € = 2). Puisque seuléz; = 1.5 est
inférieure ac d’aprés la matricé (1.11), le noeuds est connecté au noeug situé dans un
disque centré eg; et de rayore.

La figure 1.3(c) illustre le cas du grapheldeoisinage pouk=2. D’aprés la matrice de distance
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® ©

(a) Graphe totalement connecté (b) Graphe de voisinage £€=2)

(c) Graphe dek plus proches voisins (k=2)

Figure 1.3 : Les différents types de graphes de similarité en représeataquement les arcs
du noeudss.

A, 031 = 1.5, 832 = 5.4083, 034 = 4.9244. Les pointx; et x4 sont alors les 2 points les plus
proches dez dans I'espace d’attributs. Le noegglest connecté aux noeudset 4 qui sont
associés aux 2 plus proches voisinsgldans I'espace d’attributs.

Il est important de noter que les valeurskdet € ont une influence directe sur le nombre d’arcs
du graphe. Plug et € sont grands, plus le nombre d’arcs reliant chaque noeud @os&ERS
augmente.
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1.4.3 Caractérisation d’'un graphe

Matrice de similarité :
On associe a un graphe, sa matrice de similarité définie i @gastpoids des arcs de connexion
de ses noeuds.
La matrice de similarit&/(n x n) entre lesn noeuds du graphe est une matrice symétrique et

positive. Elle est définie par :

1 ... Wi ... Wi
W= |wq1 ... 1 .. wp (1.14)
_Wn]_ Wn| 1 |

— wij # 0 si les deux noeuds du grapfets; sont connectés
— wij = 0 si les deux noeuds ets;j ne sont pas connectés
-wi=1

— Wij = wji. Par conséquenty™ =W.

A partir de la matrice de similarité, on peut exprimer un @@rnombre de caractéristiques du

graphe associé. La définition de ces caractéristiques pstriamte pour les chapitres suivants :
— Degré:
Le degréd; d’'un noeuds, € .4 est défini par la somme des éléments di€T&ligne de
W :
n
d = ,-lei J- (1.15)
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Dans le cas d’'un graphe partiellement connecté, le dagoéut étre considéré comme
une mesure de la densité au voisinage du peirgprésenté par le noesgddans le graphe
G.

— La matrice des degrés

La matrice des degrd3(n x n) est une matrice diagonale définie jgr= d;,

d 0 ... .. O
0O dob 0 ... O
D=|0 0 d .. O (1.16)

Exemple :

Figure 1.4 : Graphe de similarité type 2-voisinage.

Nous reprenons le méme exemple des données de la matri6g €1 rious étudions le cas du
graphe partiellement connecté. La figure 1.4 représenteafghg de 2-voisinage de ces don-
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nées. Ce graphe est partiellement connecté, chaque noeudphegtant connecté a ses deux
plus proches voisins en utilisant la matrice de distal¢e.11). Ainsi, le noeud; est connecté
aux noeudss et sy, le noeuds, est connecté aux noeudset &4, le noeudsg est connecté aux
noeudss; ets, et le noeuds, est connecté aux noeugset ss.

La matrice de similarité W associée a ce graphe est alors :

1
0

0
1

07548 00172
00258 08825

0.7548 00258

1

00483

(1.17)

0.0172 08825 00483 1

On peut noter que cette matrice de similarité doit étre sgiqét. C’est pour cette raison que,
par exemplews, atteint la valeur @258 alors que le noewsd n’est pas parmi les 2 plus proches
voisins du noeuds.

Nous remarquons que comme les noesidst s, ne sont pas connectés, leur similarité corres-
pondante est aloms;, = Wy = 0.

La matrice de degré D qui en résulte est la suivante :

(17720 0 0 0]
0 19083 O 0
D= (1.18)
0 0 18289 0
0 0 0 19480

© 2011 Tous droits réservés.

1.5 Représentation contextuelle de la connaissance a priori

Dans la premiére partie de ce chapitre, nous nous sommesssée a la représentation des
données et a leur similarité grace a l'utilisation de grapbens pour autant s’'intéresser a la

représentation des connaissances disponibles pouvatt&@aser ces données ainsi que leur
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contexte d’étude. Mais avant d’introduire ces connaissgyitest essentiel de définir la notion
de classification.

Le probleme de la classification de données est identifié atiume des problématiques ma-
jeures en extraction des connaissances a partir des dohaégassification consiste a regrou-
per les données similaires en sous-ensembles, appelés<la®s données qui ne sont pas
similaires doivent étre regroupées dans des classesaifésy.

En général, en plus des données, on dispose de connaisagraassur le domaine [CCMO03].
Ces connaissances du domaine peuvent étre diverses : nomkireahou minimal de classes,
nombre maximal ou minimal de données dans une classe, ckstagximale ou minimale inter-
classes, dispersion minimale ou maximale des classesnir.cbmpte de ces informations dans
le processus de décision est d’'une importance capitalegméliorer les performances de clas-
sification.

Dans notre travail, nous nous intéressons a la connaissapgeri disponible sous forme de
labels de classes de données.

Par ailleurs, un autre de type de connaissances, moinsaeigae les labels des classes a été
récemment introduit par Wagstaff et al. [WCO00]. Cela consisspéxifier pour un couple de
données si elles doivent étre regroupées ou non au sein giiéme classe.

Selon I'absence ou la présence de cette connaissance, texteode représentation et d'in-
terprétation est dit non-supervisé, supervisé, ou sen@rgige. Dans cette partie, nous allons

présenter les principales caractéristiques de chacunsdsoogextes.

1.5.1 Contexte non supervisé

Dans un contexte non supervisé, nous ne disposons que ddriaemd®e donnéeX. La
construction du graphe de similarité ainsi que de la mati&csimilarité ne s’appuie sur aucune
information concernant la structure des classes en présenc
Notons que, tous les exemples de graphes et de matrices itwrisinprécédents ont été abor-
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dés dans le contexte non supervisé puisque les labels desesldes données n’étaient pas

renseignés.

1.5.2 Contexte supervisé

Dans un contexte supervis€, nous disposons de toute hiafiion sur les labels des classes
des données. A la matrice de donn&esst associé le vectelrdes labels des classes des don-

nées défini comme suit :

Y1

Y=y (1.19)

Yn

ouy; € {1,....c}, c étant le nombre de classes des données @wot& chaque donnég est
associée un label de clasge

Le graphe de similarité ainsi que la matrice de similarit@gcaphe peuvent étre définis d’'une
maniere supervisée en fonction des labels disponibles.rbphgG est un graphe coloré :
les noeuds représentant des données de la méme classesn@miéacouleur. De méme, une
connexion est établie entre deux noesdst s; si leurs données correspondantest x; ont le
méme labely;=y;j).

La matrice de similarit®/(n x n) est définie comme suit :

1siyi =Yyj
wi=d Y (1.20)

0 sinon

Les éléments de la matrit® sont égaux a 1 (similarité entre couples de données appatten
a la méme classe) ou égaux a 0 (similarité entre couples deédsrappartenant a deux classes
différentes). Nous pouvons noter que cette matrice deaiitdilest dite binaire, car elle ne tient
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pas compte des distances séparant les points associésraedalans I'espace des attributs.
Zhao et al. proposent une autre fagon de définir la matricend&asgté dans un contexte super-
visé comme suit [ZLO7c] :

1 .
Lsiyi=yj=w
wj= M (1.21)

0 sinon

ne, est le nombre de données de la classka similarité entre deux données appartenant a une
méme classe est alors la probabilité a priori qu’une donpparéienne a cette classe.

Exemple: Pour bien illustrer le contexte supervisé, nous repretiersmple de la section 1.3.
Supposons qu’en plus de la matrice de données X (1.10), nspsins du vectelt de labels

de classes des données défini comme suit :

(1.22)

Ces données sont alors divisées en deux classes a savosda tlaontenant les donnégst

X3 et la classe 2 contenant les donngest x4.

La figure 1.5 représente ces données labellisées dansd&Rpales données de la classe 1
sont représentées par un carré rouge tandis que les dormieslasse 2 sont représentées par
une croix bleue.

La figure 1.6 illustre le graphe de similarité représentd¢ifces données. Seuls des arcs de
connexion sont établis entre les noewset s3 d’'une part ainsi qu’entre les noeuds et

s, d’autre part puisque leurs données correspondantes egopeamt aux mémes classes. Les
noeuds représentatifs de données appartenant a des d#fgsesates ne sont pas connectes.

La matrice de similarité binaire associée a ce graphe aghde maniére supervisée est définie
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7
6 L m
5 L .
4 X1 u b
N 3 i )
X u
2¢ 3 .
1 L m
X +
ok 4 ®  classe 1 i
X P + classe 2
_1 L .
2 0 1 2 3 4 5 6 7

Figure 1.5 : Données supervisées projetées dans I'espace des attributs

1 classe 1
classe 2

Figure 1.6 : Graphe de similarité supervise.

par :

(1.23)

o » O B
R O +—» O
o »r O B

R o r o
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1.5.3 Contexte semi-supervisé

La labellisation a priori de toutes les données nécessiteeifvention d’'un expert humain.
C’est une opération difficile voire fastidieuse lorsque lenbboe de données est important.
Dans des applications concretes, il est souvent imposgu®d’'expert puisse assigner toutes
les données d’apprentissage aux classes en présence.

Le contexte semi-supervisé qui se situe a l'intersectidreda contexte supervisé et le contexte
non supervisé, est alors une solution alternative [JZ9&e Icaractérise par la présence de
guelques informations disponibles sur I'ensemble des éesrCes informations sont représen-
tées soit sous la forme de quelques données labelliséespsasila forme de ressemblance ou

dissemblance au sein de couples de données.

1.5.3.1 Présence de sous ensembles de données labellisées

Le contexte semi-supervisé peut se caractériser par lemprége quelques labels dispo-
nibles sur les données. L'ensemble de donngésst alors divisé en deux sous-ensembles
2 ={21UZ,}. 2 estle sous-ensemble dedonnées labellisées pour lequel le vectéur
est disponible 2 est le sous-ensemble deslonnées pour lesquelles aucune information sur
leurs labels n’est disponible. Les nombtext u respectent la relatiold-u = n.

Le vecteury, est alors défini comme suit :

Y1

Yi= [yl (1.24)

Y

~

ouy; € (1,...,c), c étant le nombre de classes disponibles.
Le graphe de similarité ainsi que la matrice de similariténpent alors en considération les
données labellisées et les données non labellisées. LesgBagst un graphe coloré, une couleur
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par classe. Une connexion est etablie entre deux naeatts si leurs données correspondantes
X etx; ont le méme labely(=y;) ou si les donnéees ou xj ne sont pas labellisees. Dans ce
dernier cas, la similarité sera évaluée par la fonction Ganse de I'équation (1.8).

La matrice de similarit®/(n x n) est définie comme suit :

i

1si(x,x)) € (Zi x Zi) ety =Yj
Wij = § 0si(%,Xj) € (21 x 27) ety #Yj (1.25)

\ exp(—5=;83) (voir équation 1.8) sinon

Exemple : Pour illustrer le contexte semi-supervise, reprenonseheple de la section 1.3.
Considérons le cas ou I'expert a assigné les donxges, x3 a deux classes, tandis que, nous
ne disposons d’aucune information sur la classe d’'appamtEndexy. 2] = {X1,X2,x3} et
Zu={Xa}.

Les matrices sont alors :

1 2
X=|-1 —-05 (1.26)
2 2
1
Yi=|2 (1.27)
1
Xo=[-1 0| (1.28)

Dans ce cas, les données xo et x3 sont labellisées, les donnéeset x3 ont le label de la
classe 1, la donnée a le label de la classe 2, tandis que la dorm@eest pas labellisée. Les

données sont représentées dans 'espaqear la figure 1.7.
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7
6 i
5 - 4
4 u R
Xl
N 3 i 1
- ™
2t X3 |
1 L .
@]
ol X4 m classe 1l )
X+ + classe 2
-1t 2 O  données non labélisées |

-1 0 1 2 3 4 5 6 7

Figure 1.7 : Données dans un contexte semi-supervisé projetées dapadedes attributs.

classe 1
classe 2
données non labeliséés

Figure 1.8 : Graphe de similarité semi-supervisé.

La figure 1.8 illustre le graphe de similarité représentagéifces données. Puisque seules les
donnéex; etxs sont assignées a la méme classe, une connexion existeesmieauds; et sz,
tandis que les noeuds et s, et les noeuds, ets; ne sont pas connectés. De méme, le prjnt
n'étant pas labellis€, le noeud correspondgmst connecté a tous les autres noeuds du graphe.
La matrice de similarité associé a ce graphe semi-supessisgefinie par :
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1 0 1 00172
0 1 0 08825
W= (1.29)
1 0 1 Q0483
0.00172 08825 00483 1

La valeur 1 correspond a une similarité entre données de aencéasse et la valeur O corres-
pond a une similarité entre données de classes différdaseautres similarités étant calculées
en utilisant I'équation (1.8).

Notons que dans cet exemple, I'expert a attribué le méme tebelasse pour des données
proches dans I'espace d’attributs considé%g £ 1.5) et des labels différents pour des données
éloignées §14 = 5.7009, 834 = 4.9244). En d’autres termes, la labellisation des données par
I'expert est en accord avec la distance séparant ces dodaéed’espace considéré. Cepen-
dant, il existe des cas ou la labellisation des données @gpdit n'est pas en accord avec le

calcul de cette distance.

61 1
5r 1
n 1
4 X1
3r 1
“_N
X u
2r 3 1
X6 .

1 L] s * E
X, ©

ot B classe 1 i
X, i + classe2

) O données non labelisées

-1 0 1 2 3 4 5 6 7

Figure 1.9 : Données d’apprentissage projetées dans I'espace désitsttri

Pour illustrer cela, nous allons garder le méme exempleédedt, en ajoutant deux données
supplémentairess (6,1) etxg (1.75,1). L'expert décide alors d’attribuer a la donnede label 2
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désignant qu’elle appartient a la classe 2, et a la dorgiédabel 1 désignant qu’elle appartient
alaclasse 1.

La totalité des données peuvent alors étre représentés$espaceR? par la figure 1.9. Nous
pouvons ainsi remarquer que, dans I'espace d’attribupmile x5 est plus proche des points

et x3 de la classe 1 que du poirt, alors que la donnée; a été affectée a la classe 2 (méme
label de classe de la donngg. Concernant le pointg, il est a égale distance des poirgset

x3 dans I'espace d’attributs. L'expert a décidé d’'affecteddanéexs a la classe 1 (méme label
de classe de la donng&g).

La labellisation des données par I'expert est donc une tperandépendante de la distance
entre leurs points correspondants dans I'espace d’asribu

Cet exemple souligne le soin qui doit étre apporté a la mesaigndilarité entre les données
labellisées. Cette derniére étant déduite des labels deeslaslle est totalement indépendante
de la distance séparant les données dans I'espace contigléai que la distance calculée dans
cet espace d’attributs ne respecte pas la décision a peidiexpert, montre que la structure des
données au sein de cet espace d’attributs n’est pas conte@aec les informations de labels

fournies par cet expert.

1.5.3.2 Présence de sous ensembles de données contraintes

Un autre de type de connaissances, connu sous le nom deictasranoins exigeant que
les labels des classes a été réecemment introduit par Wagstdf [WCO0]. Il s’agit de men-
tionner pour quelques paires de données si elles sont Besilet doivent alors étre regroupées
ensemble, ces liens sont appelés contraintes must-ling, elles sont dissimilaires et donc ne
doivent pas étre regroupées ensemble, ces liens étanéamoeltraintes cannot-link.

La définition de contraintes demande moins de connaissancksfforts de la part de I'expert
gue la labellisation des données qui nécessite d’avoimdegmations précises sur leurs classes
d’appartenance .

L'expert doit construire le sous-ensemb# des contraintes "must-link" de cardira¥| et le
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sous-ensembl# des contraintes "cannot-link" de carditf@l| définis comme suit :

M = {(xi,xj) € 2 x 2 ,tel que xet x; doiventétre regrouges ensembl}e

€ = {(Xi,Xj) € 2 x Z ,tel que xet x; ne doivent pagtre regrouges ensembl]e

Il est important de signaler que les contraintes must-lotk symétriques et transitives, tandis
gue les contraintes cannot-link sont symétriques mais niepss transitives.

Les cardinaux de ces deux sous-ensembileg|) et (%'|) sont en général plus petits qGg le

nombre de toutes les contraintes possibles générées peaddemées.

Il est clair que ces contraintes sont beaucoup plus facidenir par I'expert que les labels
des données. lIs formalisent pour deux données si ellegmlodtre regroupées ensemble ou
non, sans fournir d’informations sur les classes préséntasbre, structure, ...). En effet, les
données partiellement labellisées peuvent étre trangfsran contraintes must-link et cannot-
link mais pas l'inverse. Cela consiste a imposer la conteaimist-link entre les données ayant
le méme label et la contrainte cannot-link pour deux donageast des labels différents.

A partir des deux sous-ensembles de contraintes, Zhang2€al08] proposent de représenter
les relations entre les données avec deux graphes spésifitrigraphe des must-ling# et

le graphe des cannot-li&? comme suit :

— Le graphe des must-lin&# : une connexion est établie entre deux noesidst Sj si
(Xi, Xj) € A .

— Le graphe des cannot-linB? : une connexion est établie entre deux noesid Sj Si
(Xi, Xj) € €.

A partir des deux grapheG# et G¢, les matricedV-? (nx n) etW? (nx n) peuvent étre

définies par :
1 si(x,Xj)€.# ou (Xj,%) €. #
wil = (%, Xj) (Xj, Xi) (1.30)
0 sinon
1 si(x,Xj) €% ou (Xj, %) €C
Wicjg: (X, X;) (X, %) (1.31)
0 sinon
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Exemple: Pour bien illustrer les données partiellement contraimeus allons reprendre notre
exemple de la section 1.3. Nous supposons qu’en plus de tecende donnéeX, I'utilisateur
définit les deux sous ensembles de contrainegt ¢ suivants :

M = {(X2,%4) },

€ = {(X1, Xa); (X2, X3) }.

.
1 ]
| ]

X
4t S |
\\\\
N
\\\\\
L3 X |
R o o 3
\\\ \\\\\\
2 [ o \ \\\ |
\\\ \\\
N W
\\\\ \\\\\
1r ¢ o W |
4 W
o
\\\
of ] 1
X o -
, \ must-link
) R INTITRTY cannot-=link ]
L L L L ! ‘ : :
- : I > 3 4 5 6 7

Figure 1.10 : Données partiellement contraintes projetées dans I'egfiattributs.

Les données peuvent étre représentées dans I'eBgauar la figure 1.10. L'utilisateur a donc
défini une contrainte must-link entre les donngg®t x4 représentée par un trait plein sur la
figure et deux contraintes cannot-link entre les donx¢et x4 d’une part et les données et

x3 d’autre part représentées par deux traits pointillés.

A partir de ces données nous pouvons construire le grapheastslink G et le graphe des
cannot-linkG? représentées par les figures 1.11(a) et 1.11(b). Dans lag@ff juste les
noeudss, et s, sont connectés puisqu’il existe une seule contrainte tmlsentre leurs don-
nées correspondantesetxs. PourG?, les noeuds; ets, d’'une part et les noeuds etsz sont
connectés puisqu’il existe une contrainte cannot-linkesleturs données correspondantes.

Aux deux graphe§&“# etG?, nous associons les matridas? (4 x 4) etW? (4x 4) :
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&)
&)
1
)
(a) Graphe des must-lin®&*# (b) Graphe des cannot-link¢

Figure 1.11 : Les graphes des must-litk? et des cannot-link? .

0 0
0 1

W4 — 0000 (1.32)
0100
0 0 0 1

, (0010

W20100 (1.33)
1000

Comme dans le cas des données labellisées, la définition kiieaintes est indépendante de
la distance entre leur points correspondants dans I'egpattebuts. Reprenons notre exemple,
en supposant cette fois que I'utilisateur définit les dewssnsembles de contrainteg et ¢
suivants :

M = {(X1, X2) },
¢ = {(x2, Xa); (X3, Xa) }.
Les données peuvent étre représentées dans I'eB3qua la figure 1.12. L'utilisateur a défini
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m— must-link
rtrrrrn H
cannot-link

Figure 1.12 : Données partiellement contraintes projetées dans I'egfiattributs.

une contrainte must-link entre les donné&e®t x,, bien que leur points correspondants soient
éloignés dans I'espace d’attributs. Par contre, I'utibsa a défini deux contraintes cannot-link
entre les données et x4 d’'une part et les donnéeg et x4 d’autre part, bien que leurs points
correspondants soient proches dans I'espace d’attributs.

On peut alors en conclure que I'espace d’attributs ne pepaetie respecter le choix de I'uti-
lisateur en terme de regroupement de données. Cet exemplennésidence la nécessité de
trouver un autre espace de représentation qui respectesa fas connaissances a priori four-

nies par l'utilisateur.

1.6 Conclusion

Dans ce chapitre, nous avons formalisé sous forme de nmgtode graphes la représen-
tation des données et de la connaissance a priori sur lerouggment en classes. Dans une
premiere partie, nous avons défini la notion de données téaises par des attributs. Pour
comparer les données entre elles, nous avons ensuitegdistia notion de distance calculée
dans I'espace des attributs de celle de similarité qui npete pas forcément la propriété
d’inégalité triangulaire. La fonction de similarité queuscavons retenue est la fonction Gaus-
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sienne basée sur la distance Euclidienne. Cette mesure darsérentre deux données peut
étre plus riche qu’une simple distance car elle prend en t®hastructure du voisinage centrée

en chaque donnée.

Nous nous sommes appuyée sur des exemples simples poug eretvidence les diffé-
rentes propriétés de cette fonction de similarité Gaussielous avons également montré que
certaines fonctions de similarité, telle que celle basééasionction cosinus, ne respectent pas

forcement la distance Euclidienne calculée dans I'espat&iuts.

La structure des données peut étre représentée par uneecatiiectant leurs coordonnées
dans I'espace d’attributs ou par un graphe qui s’appuieugmiggnt sur leur similarité. Dans
cette derniére représentation, la localisation des poépgesentant les données dans I'espace
des attributs est perdue au profit d'une mesure de simikaitein de chaque paire de données.
La construction d’'un graphe de similarité partiellementroecté met alors en évidence la struc-
ture locale des données, ce qui permettra de contribuer anaigse locale du regroupement

des données en classes.

Cette analyse ne peut étre pertinente que si I'espace desesppagion des données est cor-
rectement choisi. En effet, pour de nombreuses applicatoncretes, le nombre d’attributs
est plus élevé que le nombre de données. Dans ce cas, I'afp#tcduts est peu occupé par
les données qui forment des structures éparses. Il estpargpportun d’analyser la structure
locale des données. Ce probleme, connu sous le nom de "la otadgdie la dimension" né-
cessite une étape de réduction de la dimension de I'espatteluits qui sera abordée dans le

chapitre suivant.

La connaissance a priori apportée par I'utilisateur définitontexte d’apprentissage dans
lequel opére la réduction de la dimension. Le contexte siggEemnécessitant une définition
compléte sur les labels des données se révele étre finalpmentilisé dans les applications
concrétes. Ceci nous a amené a retenir le contexte semiv&éen |'utilisateur doit fournir
une connaissance a priori partielle sur le regroupementidesées. Plutdt que fournir les la-
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bels de certaines données, ce qui nécessite de définir sesla retrouver, nous proposons de
suivre la démarche proposée par Wagstaff et al. [WCO00], arsdgdormaliser la connaissance
a priori sous la forme de contraintes dites 'must-link’ (delonnées doivent étre regroupées au
sein d’'une méme classe) et 'cannot-link’ (deux données hedbpas étre regroupées au sein
de la méme classe).

Ces contraintes seront utilisées pour réduire la dimensofedpace d’attributs selon les

techniques décrites au chapitre suivant.
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Chapitre 2

Sélection d’attributs

2.1 Introduction

Les données utilisées par les applications réelles (imaggsux...) sont souvent caracté-
risées par un grand nombre d’attributs qui peuvent dépéssembre de données elles-méme.
Ce probléme connu sous le nom de "la malédiction de la dimehs@rstitue un défi pour les
différents algorithmes de décision. Considérer un nomlaeneéé’attributs d’une part augmente
le risque de prendre en considération des attributs redésida corrélés ce qui rend ces algo-
rithmes plus complexes et parfois moins performants.

Il est alors nécessaire de procéder a une étape de réduetiendimension de I'espace des
attributs d’entrée. Cette réduction de dimension permeédére I'ensemble des données plus
représentatif du probléme, de réduire 'espace de stoakacgssaire de ces données, ainsi que
le temps d’apprentissage et d’exploitation des algorithdedécision.

Les méthodes de réduction de la dimension peuvent étreédivisn deux grandes catégories :

I'extraction d’attributs et la sélection d’attributs [LN8]) [YLO3].

— Les méthodes d’extraction d’attributs consistent & faanser 'ensemble d’attributs de
départ en un nouvel ensemble d’attributs, généralemesst gtit, tout en conservant
autant que possible la structure originale des données.eOndistinguer les méthodes
linéaires non-supervisées comme I'’Analyse en Composanitesgales (ACP) [Pea01l]
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[Cas96], les méthodes linéaires supervisées comme I'Aadgstorielle Discriminante
(AFD) [Sap06], les méthodes non linéaires non supervisgase I’ACP a noyau [SSM96],
Locally Linear Embedding (LLE) [RS00], Isometric Featurepgang (Isomap) et les mé-
thodes non linéaires supervisées comme I'Analyse FalieobBéscriminante a noyau...

Le principal inconvénient de ces méthodes est leur tempslidalcUne méthode d’ex-
traction d’attributs nécessite le calcul désattributs initiaux pour ensuite extraire les
d attributs pertinentscf< d), ces derniers étant obtenus en combinant, linéairement ou
non, lesd attributs initiaux. Un autre inconvénient des méthodesgtdaetion est qu’elles
imposent un effort important a l'utilisateur pour interfgnéet comprendre la nouvelle
représentation des données : il est difficile de donner ueeprétation sémantique des
attributs extraits, ces derniers étant une combinaisoritiéisuts initiaux.

— Les méthodes de sélection d'attributs [YLO3] permettentcHoisir un sous-ensemble
pertinent d’attributs a partir de I'ensemble original tfidsiuts selon un critére de perfor-
mance. Ces méthodes [KS96] permettent alors de caractphiserapidement les don-
nées et sont donc utilisées pour les applications ou les @titemps de calcul doivent
étre minimisés, comme les applications de traitement djgsan temps réel. La sélection
d’attributs ne modifie pas la représentation originale desdes : les attributs sélection-
nés gardent leur sémantique de départ et peuvent alorarprétés plus facilement par

I'utilisateur.

C’est pour cette raison que nous nous sommes intéressee el@hsitre aux methodes de
sélection d’attributs et plus particulierement a celleasede graphes.

Ainsi dans la section 2.2, nous énumérons les différentgmétde sélection d’attributs. Ensuite
nous détaillons, dans la section 2.3, le score de la Variahfe score Laplacien qui opéerent
dans un contexte non supervisé. Les scores de sélectiorviadmea savoir, le score de Fisher,
le score de l'information mutuelle ainsi que le score La@asupervisé sont présentés dans la
section 2.4. Dans un contexte semi supervisé, caractarda présence de quelques labels de
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données disponibles, le score Laplacien semi-supervitgsketion 2.5 est utilisé. Cependant

en présence de contraintes portant sur les paires de doulegescores de contraintes proposés

recemment dans la littérature sont présentés dans las&6oComme ces scores négligent

I'information apportée par les données non contraintess atroduisons notre score pour la

sélection semi-supervisée avec contraintes dans la s&tiio

Ce chapitre dédié au coeur du probléme auquel nous nous attagst long car il integre

une étude bibliographique conséquente, complétée d'desnm@dagogiques qui mettent en

evidence les subtilités des différentes approches.

2.2 Etapes de sélection d’attributs

La sélection d’attributs est un domaine de recherche daif eours de développement dans

diverses applications (indexation et recherche d’'imagealyse génomique, analyse de docu-

ments...). Un grand nombre d’algorithmes ont été propoags t littérature pour la sélection

d’attributs non-supervisée, supervisée ou semi-supEErvis

Selon Dash [DL97], une procédure de sélection d’attribstgénéralement composée de quatre

étapes illustrées par la figure 2.1 :
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Figure 2.1 : Les différentes étapes d’'une procédure de sélection ithatise

la procédure de génération,
la fonction d’évaluation,
le critéere d'arrét,
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— la procédure de validation.

Avant de détailler chacune de ces étapes, notons que lestiaiges de sélection d’attributs
peuvent étre divisés en deux catégories : Les algorithmedadgsement des attributs (Fea-
ture ranking) [BDK"05] et les algorithmes de recherche de sous-ensemblesetSdbsction)
[YLO3]. La premiere catégorie d’algorithmes consiste aoorter 'ensemble d’attributs de dé-
part selon un critere d’évaluation et a sélectionner eadaitd attributs les plus pertinents
vis-a-vis du critére utilisé.

La deuxieme catégorie recherche le sous-ensemble diatibplus pertinent selon un certain
critére de sélection. Ces algorithmes doivent alors trolevereilleur sous-ensemble d’attributs
parmi 2 sous-ensembles candidats.

La premiére étape de la procédure de sélection, a savoimiéragon des attributs, est donc
caractéristique des algorithmes de recherche de sousiblesg tandis que les trois autres s’ap-

pliquent également aux algorithmes de classement desudstri

2.2.1 Laprocédure de génération

La procédure de génération permet, a chaque itération,rdegréun sous-ensemble d’attri-
buts qui va étre évalué lors de la seconde étape de la precédwsélection.
Cette procédure de génération peut soit commencer avec emblesvide d’attributs, soit avec
I'ensemble de tous les attributs, soit avec un sous-ensedittributs choisis aléatoirement.
Dans les deux premiers cas, les attributs sont itérativeajeuntés (Forward selection) ou reti-
rés (Backward selection). Dans le troisieme cas, soit ort@jou on retire des attributs comme
dans les deux premiers cas, soit un nouveau sous-enseratifédts est créé de maniére aléa-
toire a chaque itération (Random generation).
Trois grandes approches de génération ont été proposéetaddtérature, la génération com-
plete, la génération aléatoire et la génération séquinfi2ilL97], [Bla06].
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En effet, pour un ensemble d’attributs initial de dimengiple nombre total de sous-ensembles
candidats qui peuvent étre générés par la procédure deagiénéest 3. Ce nombre est géné-

ralement tres éleve surtout lorsque le nonmdbcBattributs est elevé.

2.2.1.1 Lagénération complete

Dans la procédure de génération compléte, une recherchaétendu sous-ensemble d’at-
tributs optimal au sens de la fonction d’évaluation utgigst effectuée. Une recherche exhaus-
tive est compléete, cependant la recherche ne doit pas étaeistive pour qu’elle soit compléte.
C’est pour cela, au lieu d’évaluer le$ 8ous-ensemble candidats, différentes fonctions heuris-
tiques peuvent étre utilisées afin de réduire I'espace diereloe sans pour autant compromettre
les chances de trouver le sous-ensemble optimal. Il s'agjiliser un processus de backtra-
cking permettant de revenir en arriere si la sélection sigeglans une mauvaise direction de

génération.

2.2.1.2 Lagénération aléatoire

Les procédures de génération aléatoire parcourent auHsaemble des®sous-ensembles
candidats, le sous-ensemble courant n’est alors pas issie dgugmentation ou diminution
d’attributs du sous-ensemble précédent. Cela permet desnarpier la recherche lorsque la
fonction d’évaluation d’'un sous-ensemble atteint un optimocal. Cependant, les! Zous-
ensembles candidats ne sont pas tous évalués, contrairamemrocédures de génération
complete. Un nombre maximal d’itérations est imposé afinlgseéemps de calcul restent rai-
sonnables.

Les algorithmes génétiques (AG), initiés par Holland en5LpH0I75], sont les méthodes de
génération aléatoire les plus couramment utilisées [Gol89

L'avantage de la procédure de génération aléatoire esli@me nécessite pas I'utilisation de
fonction d’évaluation monotone. D’autre part, contraiegrnaux méthodes de génération com-
plete dont la complexité est exponentielle vis-a-vis der@emsion initialed de 'espace d’attri-
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buts, la complexité de calcul des méthodes basées sur ugeatjén aléatoire est quadratique
[DLMOO0] [KS0Q]. C’est également le cas des méthodes de sétebasées sur les procédures

de génération séquentielle.

2.2.1.3 La génération séquentielle

Le principe des procédures de génération séquentielle’asuter ou de supprimer un
ou plusieurs attributs au fur et a mesure des itérations.i€imgue alors deux approches de
génération séquentielle :

— L'approche de type Forward ou Ascendante : cette approahtedjun ensemble vide

d’attributs auquel, a chaque itération sont ajoutés un osiglrs attributs.

— L'approche de type Backward ou Descendante : c’est I'ajy@ow/erse, elle part de I'en-

semble total des attributs. Chaque itération permet de snppun ou plusieurs attributs.
Les algorithmes utilisant ces approches de générationceomus par leur simplicité de mise
en oeuvre et leur rapidité. Cependant, comme ils n’explgrasttous les sous-ensembles pos-
sibles d'attributs et ne permettent pas de retour arrierelan@ la recherche; ils sont donc
sous-optimaux. Il est alors possible d'ajouter (ou de egtiitérativement les attributs. C’est
notamment le cas de l'algorithme plus I-take away r. Cet dlgme consiste tout d’abord a
élargir le sous-ensemble d'attributs en répétant | foigde@dure Forward, puis a éliminer des
attributs en répétant r fois la procédure Backward. Notoreslgichoix des parametres | et r
influe sur la qualité des résultats ainsi que sur le tempslidalca
Cet algorithme est trés performant lorsque I'on connait arpla dimension du sous-espace
discriminant, mais il reste cependant trés couteux en tetagslcul. Pour réduire les colts de
calcul, tout en tentant de conserver un niveau élevé de mpeaifice, on peut utiliser les mé-
thodes flottantes, qui sont une extension de l'algorithras ptake away r.
L'algorithme SFFS (Sequential Forward Floating Seledtimonsiste a appliquer aprés chaque
étape Forward des étapes Backward tant que le sous-espéicduts correspondant amé-
liore la fonction d’évaluation. L'algorithme SBFS (SequahBackward Floating Selection)
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appligue le méme principe a la différence que les deux étsgadnversées.

2.2.2 La fonction évaluation

La fonction évaluation permet d’évaluer les attributs amideus-ensembles d’attributs gé-

nérés a I'étape préceédente. Elle est utilisée pour mesurer :

— la pertinence des attributs en les appréciant de maniéredoelle, lorsqu’on utilise un
algorithme de sélection par classement des attributs,

— la pertinence des sous-ensembles d’attributs générdsipardes différentes méthodes
de génération présentées ci-dessus, lorsqu’un algoritlemecherche de sous-ensembles
est utilise.

En effet, la sélection d’un sous-ensemble d’attributsrogltiest toujours relative au critére uti-
lisé car différents criteres ne permettent pas de sélewide méme sous-ensemble d’attributs
optimal.

Différentes fonctions d’évaluation ont été proposées pwatuer un attribut ou un sous-ensemble
d’attributs dans un contexte de sélection. Elles peuveaté#ssées en cing approches distinctes
[DL97]:

— Les mesures d’erreur de classification
L'attribut ou les sous-ensembles d’attributs considéoés évalués en fonction de la qua-
lité de la classification obtenue en utilisant ces attribugssous-ensemble d’attributs le
plus discriminant est celui pour lequel le taux d’erreur essification est le plus faible
[DLPT82].

— Les mesures d’'information
Les mesures d’information déterminent le gain d’informatpour un attribut considéré,
le gain d’information apporté par un attribut étant estingagir des probabilitéa pos-
teriori. Un attribut f, est préféré a un attribut, si le gain d’'information apporté par

I'attribut f, est plus grand que celui apporté par l'attribufCT91].
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— Les mesures de consistance
Les mesures de consistance cherchent a évaluer si I'atfadble sous-ensemble d’attri-
buts) étudié contient les informations nécessaires adtaigimation des classes [SemO04].

La figure 2.2 illustre un attribut consistarfp) et un attribut non consistanty() : on voit

= classe 1
=+ classe 2

@)
\

Figure 2.2 : Représentation d’un attribut consistaf)(et d’un attribut non consistanty).

aisément dans cette figure que contrairement a I'attfigutattribut f, permet de discri-
miner les deux classes en présence.

— Les mesures de dépendance
Les mesures de dépendance peuvent étre divisées en degorizeté la premiére est une
mesure de corrélation qui quantifie la dépendance desuttriés uns par rapport aux
autres. La deuxieme catégorie est une mesure de dépendaceeagtérise la corrélation
entre un attribut ou un sous-ensemble d’attributs et ureselfDL97].

— Les mesures de distance
Les mesures de distance sont aussi nommées mesures ddiiémadavergence ou de
discrimination. Un attribut ou un sous-ensemble d’attstast sélectionné s’il permet une
meilleure séparabilité et cohérence des classes.
En effet, le but est de :
— maximiser la dispersion inter-classes (séparabilité), gue les points représentatifs
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des différentes classes forment dans I'espace d’attribessnuages les plus séparés
possibles les uns des autres
— minimiser la dispersion intra-classe (cohérence), afanlga nuages de points repre-

sentatifs de chaque classe soient les plus compacts possibl

A A
+ + + . T +
+ + - R
+ P = o " 4 4a 4+ +
-+ + + n = = . = +- + _—:_- -+
f + ; . n o
2 4 L
m g "
m g ¥ "
- = classe 1 = classe 1
L + classe 2 + classe 2
(0] f > 0) >
! f
3
(a) Sous-espace discriminant des classes 1 et 2 (b) Sous-espace non discriminant des classes 1 et 2

Figure 2.3 : lllustration d’un sous-espace discriminant et d’un sosfsaee non discriminant
vis-a-vis d’'une mesure de distance.

Lafigure 2.3 illustre un ensemble de points provenant de dieisses représentées dans
deux sous-espaces différents. Dans le premier sous-espaeedes attributg; et f,,

les nuages de points correspondant aux deux classes sopacisnet séparés (voir
figure 2.3(a)), tandis que dans le second sous-espace fasnéttributsfs et f4, ces
nuages de points sont proches et étendus (voir figure 2.3@)remier sous-espace

est donc plus discriminant vis-a-vis des deux classes gseclend sous-espace.

Selon le critére d’évaluation utilisé dans le processutieton d’attributs, nous pouvons dis-
tinguer entre les approches de type "wrapper" et les appsatdgy/pe "filter".

Les approches "wrappers" utilisent le taux d’erreur de diaaton comme critére d’évaluation
(mesures d’erreur de classification) [RJ97]. lls incorpbedars I'algorithme de classification
dans la procédure de recherche et sélection d’attributsm@ésodes permettent d’obtenir de
bonnes performances. Cependant, l'utilisation de tellehoges nécessite pour chaque sous-
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espace d’attributs candidats d’effectuer la classificatie qui peut devenir colteux en temps de
calcul surtout lorsque la dimensiahde I'espace d’entrée est grande. De méme, ces méthodes
sont tres dépendantes de l'algorithme de classificatidis@éitomme critere d’évaluation. Ce
dernier, s'il est mal adapté, pourrait contribuer & unectiéle de mauvais attributs.

Les approches "filter" utilisent une fonction d’évaluatiaasbe sur les caractéristiques de I'en-
semble des données, indépendamment de tout algorithmassificiation, afin de sélectionner
certains attributs ou sous-ensemble d’attributs (mesiirgf®rmation, mesures de consistance,
mesures de dépendance et mesures de distance) [HCNO5]][Ta&Ométhodes sont rapides,
plus générales et moins codteuses en temps de calcul, ceuqypédrmet d’opérer plus faci-
lement avec des bases de données de trés grandes dime@&paeadant, comme elles sont
indépendantes de I'étape de classification, elles ne permgtas de garantir que le meilleur
taux de classification soit obtenu dans I'espace retenu.

Pour combiner les avantages des deux méthodes, des atgesithybrides "embedded" ont
été proposés. Le processus de sélection d'attributs esttedf conjointement au processus
de classification. Une fonction d’évaluation de type "filtest tout d’abord utilisée pour pré-
sélectionner les sous-espaces d’attributs les plus dis@nts. Puis les taux d’erreurs de clas-
sification obtenus en considérant chague sous-espacérdismt précédemment sélectionné
sont comparés afin de déterminer le sous espace final [Das01].

A cause de leur efficacité de calcul et leur indépendanceudalgorithme de classification, les

approches de type "filter" sont plus populaires et d’utiisatourante.

2.2.3 Le critere d’'arrét

Le nombre optimal d’attributs n’étant pas connu a priosgita fixé grace a un critére d’'arrét
du processus de sélection. L'utilisation d’'une regle paumtidler la procédure de sélection
permet d’arréter la recherche lorsqu’aucun nouvel attritest suffisamment informatif. C’est
un choix souvent défini en fonction de la procédure de retiee[8em04] et/ou du critére
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d’évaluation [PPL97].
Les criteres d’'arrét les plus fréquents sont :

— basés sur I'algorithme de génération [ZODQ7] : on peut pample décider d’arréter la
recherche en fixant un seuil sur le nombre d’attributs & 8élater ou sur le nombre d’ité-
rations. Cependant, dans de nombreuses applications, leraabattributs a sélectionner
est tres difficile a fixer au préalable. De méme, un critereléosur un nombre maximal
d’itérations peut s'avérer brutal et arréter trop tot oy trard la sélection [Sem04].

— basés sur I'évaluation [PPL97] : dans ce cas, on arrételerehe en fixant un seuil soit
sur la fonction d’évaluation, soit sur la différence enttevdleur d’évaluation a I'étape
et la valeur d’évaluation a I'étajge— 1, c’est-a-dire lorsque I'ajout ou la suppression d’'un
attribut n’apporte pas un gain de discrimination suffisBat.exemple, lorsque I'approche
"wrapper" ou I'approche "embedded" est utilisée, les tauxatmb classification obtenus
par les différents sous-espaces sont comparés pour mesgagn d’information. On peut
ainsi décider d’arréter la procédure de sélection dés gtaugediminue ou alors dés qu'il
atteint un certain seuil.

Le choix du critere d’arrét est ainsi un choix délicat quiteasn probleme non résolu dans de
nombreux algorithmes de sélection. On ne connait pas anéavia dimensiod du sous-espace

sélectionné.

2.2.4 Lavalidation

La validation ne fait pas partie de la procédure de sélectiattributs mais elle permet de
tester la validité du sous-ensemble d’attributs sélentisren effectuant plusieurs tests sur des
exemples de données générées artificiellement et/ou sdodeges réelles.

L'ensemble des données est généralement divisé en dewessembles distincts : le sous-
ensemble d’apprentissage constitué des prototypes deseslédonnées avec leurs labels) et
le sous-ensemble de test dont on ne connait pas les labelasdes de ses données. Selon
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la répartition des données entre ces deux sous-ensenibdasste différentes approches de
validation.

Nous citons :

— Laméthode Holdout : les données sont divisées en deuxssagsnbles : le sous-ensemble
d’apprentissage et le sous-ensemble de test dans destmnpér % pour chacun de ses
deux sous-ensembles éLpour 'ensemble d’apprentissage%epour 'ensemble de test.

— La méthode de resubstitution : 'ensemble d’apprentissagutilisé comme ensemble de
test.

— La méthode V-validation croisée : 'ensemble des donnsigsagtitionné en V parties de
tailles a peu prés égales. Nous réalisons ainsi V fois lagoha® de validation et a chaque
fois une des parties constitue I'ensemble test et les VAlggalestantes sont réunies pour
former 'ensemble d’apprentissage.

La méthode Leaving-one-out est un cas particulier de la odétivV-validation croisée ou
I'ensemble des données est diviséngrarties. La base de test contient alors a chaque fois

une seule donnée.

Une fois que les données sont divisées en un ensemble didisgege et un ensemble de test,
I'erreur de classification est mesurée sur 'ensemble detegtilisant les prototypes de classes
de 'ensemble d’'apprentissage.

Plusieurs méthodes de classification (k-plus prochesngiséseaux de neurones,...) sont gé-

néralement utilisées dans la littérature [LM68] [R0j96].

Ci-dessus, nous avons énumeéré les différentes étapes diisetiattributs sans donner beau-
coup de détails sur chacune d’elles. Plus de détails peétentrouvés dans [Por09].

Par la suite, nous allons exposer quelques algorithmesleletisé d’attributs dans le contexte

d’apprentissage supervisé, non-supervisé ou semi-ggpel@es algorithmes sont des algo-

rithmes de classement individuel des attributs, aucunedpitre de génération de sous-espaces
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d’attributs n’est donc utilisée. De plus, ces algorithmest gle type "filter". Ils sont ainsi in-
dépendants de tout algorithme de classification et sortiveaent peu colteux en temps de
calcul.

Dans cette partie, nous allons détailler ces différentsralgnes en mettant I'accent sur la fonc-
tion d’évaluation utilisée par chacune d’elle. Le critétaét et la validation sont détaillés dans

le chapitre 3.

2.3 Sélection non supervisée

Dans un contexte d’apprentissage non supervisé ou nousspesdns pas des labels de
classes des données, il est difficile de définir un critergadi@tion performant des attributs
candidats. Plusieurs algorithmes de sélection d’atsibp€rant dans un contexte non-supervisé
ont été proposeés dans la littérature. Ces algorithmesarttlies différents criteres d’évaluation
cités ci-dessus (mesure de corrélation [Hal00], mesur@dsistance [TV72], ...)

Parmi les méthodes de sélection d’attributs dans un cantext supervisé, nous nous sommes
particulierement intéressée au score de la Variance etoae kaplacien qui sont parmi les plus

utilisés.

2.3.1 Score de la Variance

Le score de la Variance est le score le plus simple pour évafuattribut dans un contexte
non supervisé. Il consiste a examiner la dispersion deséimprojetées sur chaque vecteur
attribut. Un attribut est considéré comme pertinent loeskps données projetées sur son axe
sont les plus dispersées possible.

Soit la matriceX (n x d) de données définie par I'équation (1.1) de la section 1.2 :
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X112 ... X1r ... Xqd
X=1%1 .. Xr ... Xd (2.1)
_Xn]_ ces an cee Xnd_

En supposant que est une variable aléatoire respectant une loi de distabuBaussienne et
gue les réalisations sont équiprobables, le score de lan@a$Vf est défini pour chaque attribut

fr, r=1..d, comme suit :

Sy =1 > (¢~ )° (2.2)

n.&

ou u; est la moyenne de I'ensemble de données sur l'attribut dérést, définie par :

n .
1 = % (2.3)

Les attributs sont ordonnés par ordre décroissant de leore SV afin de sélectionner les

premiers attributs les plus pertinents.

Ci-dessous un exemple permettant d’illustrer le score dariance.

Exemple :

Soit 'ensemble composé de 4 donné&s= {x1, X2, X3, X4 } caractérisées par 3 attribus f,

etf3(n=4,d=23):

1
5 1 2 (2.4)
X =
5 05 2
1 6 1
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Figure 2.4 : Représentation des données dans I'esfrice

La représentation de ces données par des points dans BeRpast donnée par la figure
2.4.
En examinant la projection des données sur I'attrijuteprésentée par la figure 2.5(a), nous
observons que les points et x3 sont confondus. De méme, lorsque ces données sont projetées
sur l'attribut f3 (cf. figure 2.5(c)), les points; etxs, d’'une part et les points etxs d’autre part
sont confondus. Par contre, la projection de ces donnédattibut f, donne lieu a des points
disperseés (cf. figure 2.5(b)).
Ainsi, en utilisant le score de la variance de I'équatior2)2l'attribut f; a un scoreS\V, =
4.5468, I'attributf, a un scoreS\b = 5.7969 et I'attributfs a un scoreS\y = 0.25 . L'attribut f
ayant le score le plus élevé est alors le plus pertinent. tteblds sont ainsi classés par ordre

de pertinence selon leur scd@¥ : f,, f1, fs.

Ce score s’appuie sur une hypothese forte de distributios€anne sur la réalisation des don-
nées. Dans le paragraphe suivant, nous allons voir commesuner la dispersion des données

projetées sur un vecteur d’attribut en relevant cette Hgxs.
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(a) Projection sur I'attribuf; (b) Projection sur I'attribuff,

X
xl 4 XZ x3

(c) Projection sur I'attributz

Figure 2.5 : La projection des données sur les différents attributs

2.3.2 Score de la Variance sous-jacente au graphe de similarité

En considérant que est une variable aléatoire, la variance d’un attriupeut alors étre

exprimée comme suit :

n

var(fr) = Z(m ~T.)%p (2.5)

ol pi est la densité de probabilité gueconstitue la réalisation de(p; = p(x=x;)) et f, est

I'espérance ou la moyenne pondérée des données projetdegtsbut f,. Elle correspond a
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la moyenne des valeurs possiblesxggoondérées par les probabilités associées a ces valeurs :
_ n
fr= inr pi (2.6)
i=

Le score de la variance de I'équation (2.2) suppose que ddisatons des différentes données
sont équiprobables, a savagiy = %Vi. Il peut étre intéressant d’affecter une densité de proba-
bilité spécifique a chaque donnée selon sa densité locale @aisité va pouvoir étre estimée
par le biais d’un graphe de similarité.

En représentant les données par un graphe de similaritédction 1.4), le degré; (défini
équation (1.15)) du noeusl associé a la donnée peut étre considéré comme une densité au
voisinage deg. On peut alors I'utiliser pour estimer la densité de prolitop; :

d

"3 0

Pi

La variance d'un attribuf, de I'équation (2.5) sous-jacente au graphe de similarité alers

étre exprimée comme suit :

n . di
var(f) =S (% — ;)2 =——— (2.8)
(fr) i;( r—fr) TG
et la moyenne pondérée de I'equation (2.6) sera :
f = M (2.9)

ToYL.d

En définissant le vectedr(n x 1) dont les coordonnées sont ded/Ipeut étre représentée sous

forme vectorielle :

f D1

fr=1mp1

(2.10)
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avecD la matrice des degrés décrite par I'équation (1.16)

SoitX; = xir — fr, les coordonnées du vectefyrcentrées sur la moyenne, on a alors

- fTD1
r r lTDl ( )
var(f;) de I'équation 2.8 peut étre écrit vectoriellement comme:sui
n
var(f;) = Ziﬁdi
i (2.12)

Var( fr) — 'FrT D ﬁ‘

Exemple :

En reprenant I'exemple des données représentées par iaan(@td). Nous calculons le score
de la variance sous-jacente au graphe pour les 3 attribyggésencef(, f, et f3). Nous obte-
nons ainsi les scores suivantgar(f1) = 34.9597,var(f;) = 44.5243 etvar(f3) = 1.9221.

Les attributs sont classés par ordre de pertinence de leorsssar : f, f1,f3. Ce classement

est ici identique & celui obtenu par le score de la variance.

Il est vrai que le score de la variance permet de sélectidemettributs sur lesquels la projec-
tion des données présente la plus grande dispersion. Ceyeneiane garantit que les attributs
sélectionnés permettent de discriminer les données d&eliies classes. C’est pour cette rai-
son, qu'au lieu de mesurer les propriétés globales des dsnadravers la dispersion selon
chaque vecteur attribut, He et al [HCNO5] proposent d’examies propriétés locales de ces

données en utilisant le score Laplacien.
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2.3.3 Score Laplacien

L'hypothése sous-jacente au score Laplacien est que letsteudes données dans I'espace
d’attributs d’entrée est localement préservée dans lesgattributs de sortie. En représentant
cette structure par la notion de graphe et de similarité,ddesmées similaires dans I'espace
d’entrée doivent alors aussi I'étre quand elles sont peetur un vecteur attribut pertinent.
Dans un contexte non supervisé, He et al. [HCNO5] supposentegudonnées, initialement
similaires dans I'espace d’attributs d’entrée, doiven¢ &s plus proches possible, une fois
projetées sur le vecteur attribut examiné. Ce principe estdbisé par le scor8NL baseé sur la

similaritéw;j décrite par I'équation (1.8) et défini par :
n n
SN, = 212 (Xir — Xjr ) 2Wi; (2.13)
Qs

Le scoreSNL tient compte de la structure du graphe représentée par lasien(wi;) entre
les données dans I'espace d’entrée et de la distamge-(x;r)?) entre les données projetées
sur le vecteur attribut considéré . Le respect de la straaturgraphe implique que les données
similaires (vj proche de 1) dans I'espace d’entrée, doivent étre procres$oigiprojetées sur
I'attribut considéreé (x — xjr)2 proche de 0). Il s’agit donc de minimiser le sc@HL; .

Pour une meilleure lisibilité, le sco@NL; de I'équation (2.13) peut étre réécrit sous la forme

vectorielle comme suit :
SNL = Z — Xijr) W,j
=1
SNL = Zl Z ><Ir —2Xierr)Wij
, n n
SHik = Zi;,glx"wij - zizij;x"Winjr (2.14)

n n n
SNL =2 X-Zdi—2 Xir Wi j Xir
2547222

SNL = 2fTDf, —2f W,

SNL = 2fTLf,
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OuW est la matrice de similarité & est la matrice des degrés définies respectivement par les

equations (1.14) et (1.16).(n x n) est la matrice Laplacienne définie par :

L=D-W (2.15)

En normalisant le scor8NL par la variance sous jacente a un graphe définie par I'équatio
(2.8), He et al. [HCNO5] proposent de calculer le score LapteSL; pour un attributf, comme

Suit :

_ SNL
Sh__vadﬁ) (2.16)

En remplacant le numérateur et le dénominateur du scoreatiapl de I'équation (2.16) par
leurs écritures vectorielles correspondantes représentépectivement par les équations (2.14)

et (2.12), ce score peut étre écrit comme suit :

fILf,
Su:zﬁ%ﬁﬁ (2.17)

CommefTLf = f,TLf,, le score Laplacien de I'équation (2.17) peut étre écritmensuit :

fTLf
Sl =2+ 2.18
ke f D, (2.18)
En effet en utilisant I'équation (2.11) :
O fTD1 f D1
flLfy = (fi ——=—=1)TL(f, — --==1
r L= (fr = gy U LT~ 37pp U (2.19)
f D1 f D1 f D1 f D1

fTLf = (fTLf) —((

ml)TLfr) —(fL( o1+ ((ml)TL(ml))
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. f D1 A Arrira -
Soito = Jrp1, valeure réelle. Nous pouvons alors écrire :

flLf,=fTLf—01"Lf — f Lol+o01 Lol (2.20)

Nous pouvons facilement vérifier qdéL = L1 =0, o0 (n x 1) est le vecteur dont les coor-
données sont des 0.

f TLf estalors égal &L :

fTLf = fTLf (2.21)

L'équation (2.18) montre que le score Laplacien dépend aedtice Laplacienné et de la
matrice des degrd3 calculées a partir de la matrivé de similarité des données.
Les attributs sont classés par ordre croissant de leur seglacienSL, pour sélectionner les

attributs les plus pertinents.

Exemple : Pour illustrer la sélection d’attributs en utilisant le sedaplacien, nous allons re-
prendre I'exemple de données représentées par la matrite [ fixant la parameétre a 2,
Nous pouvons ainsi construire la matrice de similaiténtre ces données par I'équation (1.8)

définie par :

1 0.0095 00055 08553—
0.0095 1 09692 00052
0.0055 09692 1 00027
_0.8553 00052 Q0027 1

En utilisant le score Laplacien de I'équation (2.17), fiatit f; obtient un scor&L; = 0.0185,
I'attribut f, a un scoresSLy, = 0.0354 et I'attributfz a un scoreSlg = 0.012. L'attribut f3 ayant

le score le plus bas est alors le plus pertinent pour la s@éhedt permet de bien représenter la
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structure des données telles qu’elles se présentent danssigace d’entrée représentée par la
figure 2.4.

Le classement des attributs par ordre de pertinence salorséereSL est alors :f3, f1, fo.

Ce classement differe du classement obtenu par le score @md&arcar il tient compte de la

similarité entre données.

Zhao et al. effectuent une analyse fine du score Laplacien@mérant les principales proprié-
tés mathématiques de la matrice Laplaciebfi&L07c].

Ainsi, a partir du score LaplacieBiL;, Zhao et al. générent d’autres scores qui découlent de
I'analyse spectrale du graphe de similarité.

Nous avons choisi de garder le score Laplacien classiquésepté par I'équation (2.18) qui

est le plus couramment utilisé.

2.4 Seélection supervisee

Les algorithmes de sélection supervisée évaluent la pexdand’un attribut suivant sa cor-
rélation avec les labels des classes de données. Une preatalsélection qui opére dans ce
contexte consiste a examiner la corrélation entre les donpedjetées sur chaque vecteur d’at-
tribut et leurs labels de classes. Il s'agit de sélectiotewattributs sur lesquels les différentes
classes sont les plus éloignées les unes des autres etdesophpactes possible. Le score de
Fisher est I'un des scores les plus utilisés pour évaluegri@ngnce de chacun des attributs dans
ce contexte [Bis96].
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2.4.1 Score de Fisher

En considérant les coordonnées des données projetéesttbdt f,, chaque classe

(w=1,...,c), d’effectifn, est caractérisée par sa moyemng et sa variance?, définies par :

. X;

Hor = % (2.22)
. - 2

002.)]‘ — ZIGOJ(ng Uwr) (223)

Le score de Fisher utilisé pour évaluer I'attridutest alors défini par :

c 2
Sk = Zo=1Na(Hor —Hr)” (2.24)
2 w=1Nw0%x

Une valeur élevée du numérateur de I'équation (2.24) réygddes différentes classes sont les
plus éloignées possible, tandis qu’une valeur faible dod@nateur montre que les classes sont
compactes. Plus le sco&#; est élevé, plus l'attribuf; est considéré comme étant pertinent.
Les différents attributs sont ainsi classés par ordre @&sant de leur score de Fisher afin de
sélectionner les attributs les plus pertinents.

Exemple: Reprenons I'exemple de données représentées par la n{atdeSupposons qu’en
plus de la matrice de données X, nous disposons du vettdeardabels de classes des données

défini comme suit :

Ces données sont divisées en deux classes a savoir la class¢éehant les données et
X4 et la classe 2 contenant les donngest x3. Elles sont représentées dans I'espgRéear la

figure 2.6.
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B classe l
" + classe 2

Figure 2.6 : Représentation des données labellisées dans I'e§pace

Score de la Variance f5, f1, f3
Score Laplacien | fg, f1, f2
Score de Fisher | fq, fo, f3

Tableau 2.1 :Les attributs ordonnées selon différents algorithmes ketsen

En utilisant le score de Fisher de I'équation (2.24), libttt f; a un scoré&SkH = 1445, I'attribut

f, a un scoreSk, = 36.1 et le score de I'attribufz a été fixé a 0 car le dénominateur est égal a
0. L'attribut f; ayant le score le plus élevé est alors le plus pertinent osglection. Il permet

la meilleure représentation des classes en présence.

Les attributs sont ainsi classés par ordre de pertinenoa k&ir scord- : fq, o, fs.

Le tableau 2.1 reprend les différents résultats de clagsetes attributs de 'exemple des
données de la matrice (2.4) par les différents algorithneesatection utilisés (Score de la va-
riance, Score Laplacien, Score de Fisher).

Nous pouvons ainsi remarquer que sur le méme exemple, isdifférents scores de sélec-

tion débouchent sur trois résultats différents. Cet exemmgtieen évidence que la procédure de
sélection est tres dépendante de la fonction d’évaluatibede ainsi que du contexte d’appren-

tissage.

Le score de sélection supervisé énonce ci-dessus ne preeh gansidération la structure des
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données représentée par le graphe de similarité (voirogettdt). C’est pour cette raison que

nous allons introduire dans le paragraphe suivant le scapéatien supervisé.

2.4.2 Score Laplacien supervisé

Le score Laplacien de I'équation (2.18) peut étre utilisarpevaluer I'attributf, dans un
contexte supervisé. Dans ce contexte, la matrice de sitéi\&rutilisée est définie en fonction
du vecteulY des labels de classes de données.

Il existe plusieurs facons de définir la matrice de simiéedliins un contexte supervisé [KKMO03].

He et al. la définissent comme suit [HCNO5] :

1 .
n
Wij = “ .

0 sinon,

(2.25)
Les auteurs démontrent alors que, dans un contexte supeswisitilisant la matrice de simila-
rité de I'équation (2.25), le score Laplacien superviséatefHCNO5] :

1
~ 1+SFk

Sl (2.26)

ou Sk est le score supervisé de Fisher définie par I'équation (2.24

2.4.3 Information mutuelle

L'information mutuelle, introduite par Shanon et al. [SW4OT91], mesure la dépendance
de deux variables aléatoires discré¥eetY de densité de probabilitp(x) et p(y). Elle est
définie par :

_ _Pixy)
MI(X/Y) _er<ye p(Xy) Iogp(x).p(y) (2.27)

ou p(x,y) est la densité de probabilité conjointe des deux variallesy.
L'information mutuelle est nulle si les variables sont ipdédantes et croit lorsque la dépen-
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dance augmente.
En divisant l'information mutuelle définie par I'équatiof.27) par la valeur maximale des

entropies H(X) et H(Y), on obtient I'information mutuell®mmalisée définie par :

Zxex Zyey P(xY) log p(%)-(by()y)
max(H (X),H(Y))

NMI(X/Y) = (2.28)

avec

H(X) = - % p(x) log p(x) (2.29)

L'information mutuelle normalisée de I'équation (2.28) amsi utilisée pour mesurer la dépen-
dance entre un attribut et le vecteulY de labels des classes des données.

Les coordonnées du vecteXisont discrétes, tandis que celles du vecteur attribabnt conti-
nues. C’est pour cette raison qu’un algorithme de classicates données projetées sur le
vecteur d’attributf, est généralement utilisé. Il permet de transformer le weatribut f, en

un vecteur de labels de classes estifiépour ainsi calculeNMI(Y; /Y) [JMGW10].

Dans un contexte supervise, les attributs sont ainsi dgsaeordre décroissant de leur score

NMI afin de sélectionner les attributs les plus pertinents.

Exemple

Pour illustrer la sélection d’attributs dans un contexteesuisé en utilisant I'information mu-
tuelle, nous allons considérer 'exemple de données iabel représentées dans I'esp&ée
par la figure 2.7(a). Les points appartenant a la classe & mypsont représentés par des carrés

rouges et les points de la classe 2 (nog¢ sont représentés par des croix bleues.

w={xecZ/y=1} (2.30)
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w={xcZ/yi=2} (2.31)

En utilisant un algorithme de classification des donnéegf®es sur le vecteur d'attribdi,

les données sont ainsi classées en deux classes (voir fig(ing)2

W= {xcZ/i=1} (2.32)

W= {x €2 /%i=2} (2.33)

ouyy; est le label estimé da la donngeen tenant compte de I'attribu.

Nous pouvons remarquer sur cette figure que des donnéesdie didférents ont été affectées
ala méme classel € X/y;i # Y1i).

Cependant, en projetant ces données sur le vecteur d'atfgilet en utilisant le méme classi-

fieur qui opére en utilisant cette fofg, les données sont classées en deux classes (voir figure

2.7(c)).
= {x€2/Y2a=1} (2.34)
W= {x €2 /%i=2} (2.35)

Dans cette figure, le résultat de classification est cohérestt le label des donnéegx( €
X/Yi = Yai)
Ainsi, l'information mutuelle entre le vecte et le vecteulY est supérieure a l'information

mutuelle entre le vectet et le vecteuly (NMI(Ya/Y)>NMI(Y1/Y)).

Comme l'information mutuelle normalisée utilise les labetsimés, elle ne peut étre utilisée
gue par une procédure de sélection d’attributs de type "verdp@omme pour toutes les mé-
thodes de ce type, la sélection des attributs dépend de déguioe de décision utilisée. Nous
avons tenu toutefois a la présenter car elle est utiliséarperitére de sélection semi-supervisée

abordé ultérieurement.
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Y

1

A

= O
+

\J

f1
(b) Résultats de classification (classes entourées paraiissan
pointillé) en tenant compte de la projection sur le vectéaittid-
but f]_

]

\J

(c) Résultats de classification (classes entourées paraiissen
pointillé) en tenant compte de la projection sur le vectéeaitid-
but f,

Figure 2.7 : Comparaison de lI'information mutuelle.
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2.5 Sélection semi-supervisée avec labels

Dans le contexte d’apprentissage semi-supervisé avelsJabaombre de données label-
lisées est trop faible pour apporter suffisamment d’infdioms nécessaires a la sélection su-
pervisée d'attributs. Un algorithme de sélection non stipée peut étre alors envisagé mais il
ignore 'information fournie par les labels disponibldsest donc préférable que la pertinence
des attributs soit évaluée en tenant compte a la fois desdgrabellisées et non labellisées.
C’est pour cette raison que des approches récentes de @éld@itributs dans un contexte
semi-supervisé ont été développées.

Rappelons que dans ce contexte, I'ensemble de dor#iéest divisé en deux sous-ensembles
2 ={ 21U Zy}. 2 estle sous-ensemble dedonnées labellisées pour lequel le vectgur
est disponibleZ, est le sous-ensemble dedonnées non labellisées pour lequel aucune infor-
mation n’est disponible. Les nhombrkst u respectent I'équatioh+ u = n.

Dans ce contexte, Zhao et al. proposent de coupler le scptadian et I'information mutuelle
normalisée (NMI) pour introduire un score de sélection ssupiervisée d’attributs [ZL07a]
[ZLO7Db]. Ce score est basé sur une comparaison entre les ldbeldonnées issus du sous-
ensembleZ; et leurs labels estimés en utilisant un algorithme de dlaasbn opérant avec

I'attribut considéré. Ce sorg@M est défini comme suit :

RS o (1w ()

SM = asL +(1-a) (1-NMI (¥, /¥))

SM

(2.36)

ouY, est le vecteur indicateur de classe des données généré plgowithme de classification
opérant avec l'attribuf, [ZLO7a].
Ce score est formé de deux parties pondérées par le terme
— Le premier terme de I'équation (2.36) révele la structacalle des données en calculant
le score Laplacien de l'attribuft (SL; & minimiser). Il permet donc de s’assurer que les

données projetées sur le vecteur attributespectent la similarité des données estimée
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dans I'espace de départ.

— Le second terme de I'équation (2.36) estime I'erreur diestion deY, en utilisant les
données labellisées (ANMI (\Aﬁr/Y|>) a minimiser). Il permet de s’assurer que les don-
nées projetées sur l'attribut considdrdorment des classes en accord avec I'information

de labels fournie par I'expert.

Le termea de I'équation (2.36) est un parametre de régularisation pondérer la contribution
des deux termes de cette équation. Zhao et al. favorisewnksiloution de la cohérence avec
les données labellisées en fixant ce paramétré.a 0

Les attributs sont classés par ordre croissant de leur Sddrpour sélectionner les plus perti-
nents.

Ce scores est utilisé par un algorithme de sélection de typeedded". Il tient compte des don-
nées non labellisées a travers un critere de type "filter" basé score Laplacien. De méme,
il tient compte des données non labellisées a travers wretype "wrapper” basé sur l'infor-

mation mutuelle normalisée (NMI).

Il est vrai que ce score permet de prendre en considératiarics| les données labellisées et
les données non labellisées. Cependant, les attributdisélges en utilisant I'équation (2.36)
sont tres dépendants de la regle de décision retenue paskfidur utilisé.

Exemple :

Soit 'ensemble des donné&s= {xi, xo, X3, X4, X5, X } représentées par la matrig6 x 2)
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suivante :
15 15
35 3
4 25 (2.37)
X= :
3 12
1 1
3 25
6
5»
4»
X2
N3 o
% o o X5
2r Xl
O X5
O
1 e}
X4
0 ‘
0 1 2 3 4 5 6

Figure 2.8 : Représentation des données dans I'espace

Dans un premier cas, supposons que nous ne disposons céanéonmation sur les labels des
données représentées dans I'esfiepar la figure 2.8.

Dans ce contexte d’apprentissage non supervisé, le scpladien (cf. équation (2.17)) de I'at-
tribut f; estSL; = 0.6767, tandis que celui de l'attribdit estSL, = 0.7351. L'attributf; ayant

le score le plus bas est alors le plus pertinent pour la s&heen utilisant le score Laplacien
dans un contexte non supervise.

Dans un contexte d’apprentissage semi-supervise, noymsops que I'expert a assigné les
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donnéesxy, X5 et Xg a deux classes différentes, tandis que, nous ne disposansutie in-
formation sur la classe d’appartenance des donrges et xz. 2| = {Xs, X5, Xg } €t Zy, =

{X1, X2, X3 }.

Les matrices sont alors :

15 15
(2.38)
Xu= |35 3
4 25
3 12
(2.39)
=11 1
3 25
1
(2.40)
Yi=|1
2

Les donnéesg, et X sont assignées a la classe 1, la donggest assignée la classe 2 et les
donnéexqy, X2 etxs ne sont pas labellisées.

Les données avec les informations sur leur label sont reptéss dans I'espa par la figure
2.9.

Un algorithme de classification opérant soit $ursoit surf, a estimé les vecteurs de labels

suivants :
! (2.41)
\?ll =12 .
2
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6
5F m  classe 1l
+ classe 2
O  données non labelisées
4 L
X2
N 3 o
X
6 4 o X5
2r X1
e} Xg
| |
1t ]
X,
O L L L L L
0 1 2 3 4 5 6

Figure 2.9 : Représentation des données avec une information incongleteur label dans

I'espaceR?.
! (2.42)
\?lz =1 .
2

En utilisant le score Laplacien couplé avec NMI de I'équatid.36), I'attribut f; a un score
SM, = 0.7211 et l'attributf, a un scoreSMp = 0.0735. L'attribut f, ayant le score le plus bas
est alors le plus pertinent pour la sélection en utilisasttere Laplacien couplé avec NMI dans
un contexte semi-supervise.

En effet, concernant la contribution des données labeBis€attribut f; a un NMI=0274,
puisque les données labellisées sont mal classifiées exantitet attribut (des données ayant
le méme label de classe sont assignées a deux classes sdiffégentes). Par contre, le valeur
NMI de lattribut f, atteint la valeur maximale 1, puisque toutes les donnéedlisdes sont
bien classifiées en utilisant cet attribut.

Cet exemple montre alors que le score semi-supefSiddéournit des classements d’attributs
différents du score Laplacien non supervise.
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Dans le contexte semi-supervise, on peut également avaure a une connaissance de type
comparaison entre deux données. Ces connaissances, noaweéds terme contraintes ont

été recemment intégrées dans les scores d’attributs [ZGZ08Va].

2.6 Scores de contraintes

Zhang et al. ont proposé un score d’attributs qui utilise omssensemble de contraintes
must-link (#) et cannot-link ¢) [ZCZ08].
Ces contraintes étant représentées par des graphes nkuStfinet cannot-linkG?, I'idée
sous-jacente est de sélectionner les attributs qui pesniaté préserver la structure de ces deux
graphes.
Ainsi, pour un attributf,, les données contraintes par must-link doivent étre les ptaches

possible, une fois projetées sur ce vecteur d’attribut. @@ent donc a minimiser le terme :

n n 2
Z > (xr —xjr) “wif” (2.43)
i=1j=1
ou W/// est représentée par I'équation (1.30)
Par contre, les données contraintes par cannot-link doétemles plus éloignées possible, une

fois projetées sur ce vecteur d’attribut. Ceci revient don@aimiser le terme :

n n 2 g
Z > (Xir = Xjr ) “wij - (2.44)
i=1j=1

ou Wf est représentée par I'équation (1.31)

En utilisant la méme démonstration que celle de I'équatibt4), les termes des équations

(2.43) et (2.44) peuvent étre écrits sous forme vectorggllame suit :

>

n

2
S (% —xir) wi = fTL7f, (2.45)
i=1lj=1
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n n 2
Z S (% —xjr) Wi = fTL  fr, (2.46)
i=1j=1

ouL” =D# W etL? =D% —C%,D” etD? étant les matrices des degrés définies par :

D = 3 wiff (2.47)

Dif = 3 wj (2.48)

En combinant les termes (2.43) et (2.44) de deux faconsréiffés (rapport ou soustraction),
Zhang et al. proposent les deux scores de contraB@eet SG [ZCZ08] :

2
ST O ) W FTLA

2 T ¢
SIS0y O —xje) wg FLOEr

s

(2.49)

2 2 <
S =313y (% =X ) Wil —A Sy 50 (X —Xjr) “Wif
S@ = fTL7f, A TLC ¥,

(2.50)

ou A est un paramétre de régularisation utilisé pour ajusteotdribution relative de chacun
des deux termes de I'équation (2.50).

Les attributs ayant les scor8€} ou SC les plus bas sont les plus pertinents pour la sélection.
Zhang et al. ont expérimentalement démontré que les atrdglectionnés p@(}1 et SC ont
des performances similaires lorsque le paramietest bien ajusté [ZCZ08].

L'utilisation des contraintes must-link et cannot-linkndale processus de sélection permet
aux attributs sélectionnés de respecter la structure deséds tout en garantissant le res-
pect de ces contraintes. Cependant, les sc®8@set SG ne prennent en considération que

les contraintes disponibles et négligent I'informatiopagiée par les données pour lesquelles

aucune contrainte n’a été précisée par I'expert.
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Zhao et al. définissent un score de sélecBGhqui utilise a la fois les données et les contraintes
disponibles. Ce score permettra alors de respecter lesigtegplocales des données ainsi que
de garantir le respect des contraintes [ZLHO08].

Afin de représenter les données non labellisées, les aut@usguisent un nouveau grapBé’
appelé graphe intra-classe au sein duquel les donnéeswayagrande probabilité d’'avoir le
méme label sont connectées : deux noeyds s; sont connectés s{ixi,xj) ou (Xj,Xi) S/

ou si les donnéeg etx; ne sont pas contraintes mais sont voisines dans I'espac&é@tg(en
utilisant le graphe dk-voisinage).

Les arcs du graph®8”” sont pondérés en utilisant la matrice de similaité (n x n) exprimée
par :

;

ysi (X, Xj) €4 ou (xj,%) €A
w| =< 1six oux; ne sont pas contraintesxgte KNN(x;) ou xj € KNN(x)  (2.51)

0 sinon

ou KNN(x) est 'ensemble dek-plus proches voisins dg et y est une constante empirique-
ment fixée a 100. ([ZLHO08]).
Zhao et al. introduisent un nouveau score Lapla@€h (nommé the locality sensitive discri-

minant analysis score) défini comme suit :

2 p
SC = S 3oy (Xir —Xjr) Wiyj/ _ frL” f
>ita¥ i (G _Xjr)zwij Ly

(2.52)

oulL” =D” —W”", D” étant la matrice des degrés définies PAr = 3"_,w/".
Le scoreSCG prend implicitement en considération les données non aionés. En effet, ce
score favorise les paires de données must-link en leurresdigine similarité élevée dans la
matriceW” (y = 100) pendant que les paires des données non contraintegsutérées par
une similarité binaire selon leur relation de voisinage.
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En considérant essentiellement les contraintes mustplimka forte valeur de, le scoreSC:
est trés proche du sco8. Ces deux scores négligent donc les informations pouvana@tr

portées par les données non contraintes.

Notons qu'il existe aussi d’autres scores de sélectiotridats basés sur 'ensemble des contraintes
must-link et cannot-link.

Mercado et al. proposent d’appliquer une variante du scaptdcien introduite par Zhao et al.
[ZLO7c] pour I'exploration de collections de musique [MPL6]. L'idée sous-jacente a la clas-
sification spectrale est que lkpremiers vecteurs propres de la matrice Laplacienne ptmntet

de discriminer les différentes classes. Le score est dé&fimi p

k
o(f) = 3 (p(2)—p(B) o7 (2.53)
J:
ou p est une fonction rationnelld, est le nombre de class¢$;, sont les valeurs propres (0
B1 < ... < Bj) de la matrice Laplacienne L 6} est le cosinus de I'angle entre le vecteur propre
~ ~ 1/2
gj correspondant a la valeur progBget le vecteurf, ( fr = ||Blj—2?||)
Les auteurs integrent les contraintes disponibles ininreent dans la matrice de similarité. lls

définissent alors la matrice de similatt€ comme suit :
W =W+T (2.54)

ouW est la matrice de similarité basée sur la fonction gaussieéfinie par I'équation (1.14)

etT est la matrice de contraintes définie par :

(

msi (X, Xj) € # ou (Xj, %) € .4
ij =9 -msi (x,x]) €€ ou (xj,%)€E (2.55)

0 sinon

\

ol m est une constante arbitraire.
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Par ailleurs, Yang et al. proposent un score de sélectiod f1asl’hypothese de marges opti-

males et intégrant seulement des contraintes cannot¥ikiSJ10].

Notons que nous citons juste ces deux scores existantsadétérature sans les considérer dans
notre étude. En effet, Mercado et al. [MPLH10] integrentiiactement les contraintes must-

link et cannot-link dans la construction de la matrice deilsiité sans les considérer dans le
score de sélection tandis que Yang et al. [YMSJ10] n’intéggele des contraintes cannot-link

dans leur score.

2.7 Sélection semi-supervisée avec contraintes

Prendre en considération les données non contrainteselpnsdessus de sélection permet
de représenter la structure des données et rend ce proossisisssensible aux sous-ensembles
de contraintes disponibles. Ceci nous a amenée alors a groposiouveau score de sélection
semi-supervisée avec contraintes moins sensible au jeondeamtes fourni par I'expert.

Etant donné les matric®#¥, W-# etW? , notre score de contrainte semi-super8¢&g est défini

comme suit [KBMH11] :

o frLf, fTL7f,

I el LA L 2.56
DT, 7L 1, (2.56)

Le scoreSC' résulte du produit des deux scores : le score Lapla8igricf. équation (2.17)) et

le score de contrainte’®C défini par Zhang (cf. équation (2.49)) :

SGH=SL,.s¢. (2.57)

Le score Laplacien permet de prendre en considérationdetste des données pendant que le
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scoreSC permet de garantir le respect des contraintes must-linaretat-link disponibles.
Comme dans le cas des scores précédents de contraintegitegsasont ordonnés par ordre
croissant de leur sco®C* afin de sélectionner les attributs les plus pertinents.

Exemple:

Nous allons reprendre I'exemple des données représentdda matrice (2.37), Supposons
gu’en plus de ces données, nous disposons de deux souskdes&® contraintes must-link
A et cannot-links” :

M = {(Xa, Xs) },

¢ = {(Xa, X6); (X5, Xg) }.

© o 73
2t -
Xy N -
o 5
\\\\\ ‘J
1 (s
X,
0 s
0 1 2 3 4 5 6

Figure 2.10 : Représentation des données avec définition de contraingel'dapaceR?. La
contrainte must-link est désignée par un arc gras bleujganek la contrainte cannot-link est
désignée par un arc en traits pointillés rouge.

La figure (2.10) illustre la représentation des donnéesf#es dans I'espad®?. En uti-
lisant les différentes scor&G, SG, SG et SG, I'attribut f, est toujours sélectionné comme
I'attribut le plus pertinent. Le tableau 2.2 résume les ssales deux attribut et f, obtenus
parSG, SG, SG et SG,.

La différence entre les différents scorg§;, SG, SG et SG sera mise en évidence dans le
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f1 f,

s 1 0.0102
SC 3.6 0.354
SC | 102.875] 3.7335
SC* | 0.4391 | 0.0059

Tableau 2.2 :Les scores des attributs et fo obtenus pa6G, SG, SG et SG,.

chapitre suivant.

2.8 Conclusion

Dans ce chapitre, nous nous sommes concentrée sur la@@ldetitributs par leur classe-
ment selon un score de pertinence. Cette approche trés siimpige "filter" utilise un score
basé sur les caractéristiques de I'ensemble des donnédépeimdamment de tout algorithme de
classification. Le point clé réside dans la définition du sapri dépend du contexte d’appren-
tissage au sein duquel s’effectue la sélection d’attributs

Dans le contexte non supervisé, le score de la Variance élalpertinence d’un attribut
par une mesure de la dispersion des données projetées sactearvd’attribut. Un attribut
est d’autant plus approprié que les projections sur ce uectattributs sont dispersées. Le
score Laplacien integre quant a lui la similarité Gaussesmire données estimée dans I'espace
d’attributs d’entrée. En s’appuyant sur ce graphe de siit@lantre données, ce score privilégie
les attributs pour lesquels les projections des donnéetasms sont proches. Un attribut est
d’autant plus pertinent que la structure locale des donestesonservée apres la projection sur
ce vecteur dattribut.

Dans le contexte supervisé ou les classes sont compléteiéfaries, le score de Fisher met
en évidence les attributs pour lesquels les classes sopiiesompactes tout en étant les plus
éloignées les unes des autres. Le score Laplacien supestisge variante de ce score de Fisher
qui integre un graphe de similarité entre données constipetrtir des classes en présence.

Dans un contexte semi-supervisé ou seulement quelquege®sont labellisées, Zhao et
al. proposent de coupler le score Laplacien évalué avesdiable des données, a I'information
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mutuelle entre les labels des données et les labels estanésmlgorithme de classification
opérant avec I'attribut examiné [ZLO7b]. Un attribut esawutant plus pertinent que les projec-
tions des données similaires sont proches et que les last@isés coincident avec les labels
fournis par I'expert. Ce score intéressant dépend toutéfdiement de I'algorithme de classi-
fication utilisé pour estimer les labels.

Comme nous I'avons souligné lors du chapitre précédent dlisar la connaissance a priori
sous la forme d’un nombre restreint de contraintes muktéincannot-link portant sur des
paires de données, est une solution qui peut faciliterlailrde I'expert. Ceci est d’autant plus
vrai pour des données caractérisées par un nombre impdiédintbuts, qui rend les classes a
retrouver difficilement définissables. Les attributs dotvdonc étre sélectionnés en s’appuyant
sur les contraintes définies par I'expert.

Pour ce faire, les contraintes sont représentées a l'aidgagines de similarité entre don-
nées, dont les matrices laplaciennes caractéristiquésilisées par les scores de contraintes
récemment développés. Le respect de ces contraintes eghdgal critére retenu par ces
scores pour évaluer les attributs. Par conséquent, ilsgeéglles données sur lesquelles au-
cune contrainte n'a été définie par I'expert.

Ceci nous a amenée a présenter un nouveau score qui tientecart@tois du respect des
contraintes et de la structure locale des données. Ce sagpéeam score laplacien s’appuyant
uniquement sur les contraintes avec le score laplaciegramé la similarité Gaussienne entre
toutes les données. Il est donc basé sur deux types de gragimithrité, les graphes représen-
tant les contraintes must-link et cannot-link ainsi querbpge de similarité entre données.

Les exemples pédagogiques développés au sein ce chapitteentoclairement que les
attributs sélectionnés dépendent fortement du criteretldetion utilisé ainsi que du contexte
d’apprentissage. Dans le chapitre suivant, nous nougig@stms au contexte semi-supervise et
nous proposons d'étudier I'influence des sous-ensemblesrdeaintes définis par I'expert sur

I’évaluation des attributs.
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Chapitre 3

Influence des contraintes sur le score des

attributs

3.1 Introduction

Les scores de contraintes utilisent les sous-ensemblesrdimtes must-link et cannot-
link fournis par I'expert afin de sélectionner les attribles plus pertinents. Par conséquent, ces
scores sont fortement dépendants du cardinal et de la citiopode ces sous-ensembles de
contraintes.

En effet, une modification du contenu de ces sous-ensemblesrdraintes peut conduire a un
changement dans l'ordre de classement de ces attributs leelloscore et donc a un change-
ment des attributs sélectionnés.

L'objectif de ce chapitre est d’étudier ce probleme impatride la sélection d’attributs par les
divers scores de contraintes, a savoir, la dépendance tibsitat sélectionnés vis a vis des
contraintes. Nous étudions ainsi I'influence du sous-ebseoe contraintes sur les sco®G
(cf. équation (2.49)) SC (cf. équation (2.50))SC (cf. équation (2.52)) eBC* (cf. équation
(2.56)). Ces scores sont retenus puisqu’il utilisent & la t@s contraintes must-link et des
contraintes cannot-link dans la fonction d’évaluation agsbuts.

Ainsi, dans la premiere partie (cf. section 3.2.1), nousoghtisons un exemple illustratif pour
illustrer I'influence du choix des contraintes sur le pratssde sélection. Ensuite nous propo-
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sons d'utiliser la matrice des rangs (cf. sections 3.2.2283 ainsi que le coefficient de Kendall
(cf. section 3.2.4) afin de mesurer cette dépendance. Dekatésexpérimentaux réalisés sur
des bases de données réeelles décrites en section 3.3 nt@nieenotre score semi-supervisé
avec contrainteSC* est moins dépendant des sous ensembles de contraintenibispaue

les scoreSC, SC et SC.

3.2 Influence du sous-ensemble de contraintes sur le classe-

ment des attributs

Les scoreSC, SC, SC et SC*, développés dans le chapitre précédent, utilisent les sous
ensembles de contraintes must-link et cannot-link foypaisl’expert pour évaluer chacun des
attributs. Ces attributs sont ensuite ordonnés par ordigsentt de leur score de contraintes afin
de sélectionner les plus pertinents.

Cependant, l'intégration de ces contraintes dans la famctiévaluation rend ces scores trés
dépendants des sous-ensembles de contraintes fournisxgeert. En effet, une modification
du contenu de ces sous-ensembles de contraintes peut@admn changement dans I'ordre de
classement de ces attributs selon leur score et donc a ugernant des attributs sélectionnés.
La procédure de sélection dépend donc fortement des catetsanust-link et cannot-link four-
nis par I'expert. En effet, & partir d’'un ensembledonnées, il peut formeZ? contraintes
must-link ou cannot-link portant sur des couples de données

Ce phénomene a été également remarqué par Suna et al. [SAEHet:les auteurs ont démon-
tré que les performances de diverses méthodes de séle@itibdts basées sur les contraintes
sont influencées par le choix de I'ensemble des contraiimiesgue par leur cardinal.

lls appliquent ainsi leurs scores de sélecB} et SC sur 4 bases de données de UCI reposi-
tory, a savoir 'Credit approval’, 'Horse’, "Vehicle’ et 'Wai. Les données de chaque base sont
réparties selon la méthode Holdout , la moitié des donnédsusitisées comme base d’appren-
tissage et I'autre moitié est utilisée comme base de tegpra@édure de sélection est réalisée
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sur la base d’apprentissage. A chaque fois, 60 contrainteésggnérées aléatoirement a partir
des labels des données de cette base. La base de test &&¢ giiur évaluer les taux de bonne
classification obtenus en utilisant le classifieur du k-plegche voisin.

Les auteurs répétent ainsi la procédure de sélection etlda@ion 100 fois en utilisant a chaque
fois un ensemble différent de 60 contraintes. lls remargakms un grand écart entre les per-
formances sur les 100 exécutions. La différence entre lésrpgances minimales et maximales
des 100 exécutions sur les 4 bases est respectivementsdé, B2 1%, 209% et 341% en uti-

lisant le scoresC et 236%, 27.8%, 194% et 398% en utilisant le scor8C.

Suna et al. [SZ10] ont donc montré que les performances dauohdes scores de sélection

utilisant un ensemble de contraintes must-link et canndxt st largement dépendante de ces
contraintes. En effet, cette différence de performanceeatgux exécutions de I'algorithme de

sélection utilisant a chaque fois des contraintes diffi@®rrésulte de la différence des rangs
des attributs sélectionnés a chaque exécution. L'ensetaisleontraintes utilisé a chaque fois

par la procédure de sélection modifie les scores des attiébatinsi leur ordre de sélection.

Afin d’illustrer le probleme de dépendance des attributect&nnés par rapport aux sous-

ensembles de contraintes must-linK et cannot-link%’, examinons I'exemple pédagogique

suivant.
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3.2.1 Exemple et discussion

3.2.1.1 Exemple illustratif

Soit 'ensemble de 4 donnée8 ={A B, C, D}, caractérisées par 3 attributg, f, et f3

(n=4,d = 3). Ces données sont définies par la matiammme suit :

(3 1 1]

2 1 1 (3.1)
X=

-1 -1 1

1 -3 -1

A cette matrice de données est associé le vettealas labels des classes suivant ;

(3.2)

Les donnéeg\, B etC ont le label de la classe 1 et la donrige le label de la classe 2. La
figure 3.1 illustre la représentation de ces données dassaleR3.

Nous pouvons remarquer que l'attribigtest le seul attribut qui permet de discriminer les deux
classes. Cet attribut a la valeur 1 pour les données de leecla@s B et C) et la valeur—1
pour les données de la classe®.(Un algorithme de sélection efficace doit alors identifigr

comme l'attribut le plus pertinent.

Considérons le cas ou, l'utilisateur construit a partiiyden sous-ensemble de contraint&s

de cardinal.”|, formé d’une seule contrainte must-link et d’'une seule @ante cannot-link (

|.L| =2, || =1et|?|=1).

Les paires{(A,B) }, {(AC) } et {(B,C) } sont les sous-ensembles de contraintes must-link pos-
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) D B classe 1l
+ classe 2

Figure 3.1 : Représentation des données dans I'esfidce

sibles.# et les paires{(AD)}, {(B,D)} et {(C,D) } sont les sous-ensembles de contraintes
cannot-link possible®” qui peuvent étre construits a partir de ces données. On azombi-
naisons possibles de sous-ensembteormés d’une contrainte must-link et d’'une contrainte
cannot-links” = {(A,B),(AD) }, {(AB), (B.D) }, {(AB), (C.D) }, {(AC), (AD) }, {(AC), (B,D) },

{(AC), €D)}, {(BC), (AD)}, {(BC), (BD)}, {(BC), (CD)}.

Les scoreSC, SC, SC et SC* sont utilisés afin d’ordonner les attributs f; et f3 en utilisant
une des neufs combinaisons. Les résultats de classemees dgticbuts sont illustrés dans le
tableau 3.1 composé de 9 cases.

Les premiere, deuxieme, troisieme et quatrieme lignes dgueEhcase correspondent aux clas-
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C\AM {(AB)} | {(AC)} | {(BC)}
{(AD)} SC | fa=f,fy | fa=fy,f1 | f3,f,f>
SC | fyq,f3,fo | fa="fy, f1 | f3, fr, 2
SC | fy, fa, fo f3, f2, f1 fs, f1, f2
SC' | fa=fq, fo | fa=fo, f1 | f3, fq, fo
{(BD)} SC' | fa=fy, fo| fa="fy, f1| f3,f1="1;
SC | fy, fa, fr fo,f3,fy | f3, fr =1
SC| fq, f3 fy, f3, f1 fs, fp, f1
SC' | fa=fq, fo | fa=fo, f1 | f3, fq, fo
{(CD)} SC | fa=fy, fo| fa=fp f1| f3, f1=1
SC | fa=1fq, fo | fa=1o, f1 | f3, f1 =1
SC| f3 fr, fr f3, fp, f1 f3, fp, 1
SC | fa=fq, fo | fa=fo, f1 | f3, fq, fo

Tableau 3.1 :Le rang des différents attributs par les scores de séleetiontilisant le sous-
ensemble de contraintes considéré.

sements des 3 attribut§( f, et f3) en utilisant respectivement les sco8&, SC, SC et SC*.

Le signe =’ entre deux attributs signifie que ces deux attributs ont émm score et donc le

méme rang.

Examinons la case qui correspond a la contrainte must{ligkC) } et a la contrainte cannot-

link {(B,D)} (.* = {(AC), (B,D)}). Selon les scoreSC' et SC, les attributsf; et f3 sont les

plus pertinents et I'attribuf; est classé au troisiéme rang. Selon les scB@st SC I'attribut

fo est classé au premier rang, I'attribigtau second rang et I'attribf au troisieme rang.

En examinant plus particulierement le tableau 3.1, nousrgnons que l'attribuf; est tou-

© 2011 Tous droits réservés.

jours ordonné au premier rang par les scd€$ et SC*, quelque soit le sous-ensemble de
contraintes disponibles tandis cet attribut n’est passélasois fois au premier rang par les
scoresSC et SC. Les scoreSC et SC* sont alors plus performants que les sc@€$ et SC
sur cet exemple.

Nous pouvons remarquer que, pour chacun des scores deém€électlassement des 3 attributs
peut varier selon le sous-ensemble de contraintes reteneff&, 7 classements différents (in-
diqués en gras dans le tableau 3.1) des 3 attributs sontusbéenutilisant les 9 combinaisons
de contraintes possibles. Cet exemple simple montre alairgeigient que le rang des attributs

obtenus a partir des différents scores de contraintes déjpetement du sous-ensemble de
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contraintes disponibles.

3.2.1.2 Discussion

Les performances des différents scores de sélection sagtajément comparées en me-
surant le taux de bonne classification des données projetédss vecteurs d’attributs sélec-
tionnés par chacun de ces scores. Pour mesurer la déperttsnddférents scores par rapport
aux sous-ensembles de contraintes disponibles, noushayioestimer la disparité des taux
de classification obtenus par chacun des scores avec diféseus-ensembles de contraintes,
comme l'ont fait Suna et al. [SZ10]. Cependant, cette évalnatécessite la définition d’'une
regle de décision (comme le classifieur des k-plus prochisggd qui va a chaque fois opérer
dans I'espace d’attributs sélectionné. Cette étape deidédaigluence directement la qualité de
classification. Par conséquent, la comparaison des pefwes des difféerents scores pourrait
dépendre du classifieur utilisé.

Nous préférons alors examiner les attributs sélectionnédiksant les différents scores afin
gue la comparaison de leurs performances ne soit pas peetpdr I'étape de décision. Plus
précisément, nous étudions la concordance entre le clagsatas différents attributs fourni

par chacun des scores lorsque le sous-ensemble de cagragttmodifié.

Nous avons choisi le coefficient de Kendall afin de mesureat@ation de rangs des différents
attributs fournis par les différents scores en fonctiona@graintes. Avant de définir le coeffi-

cient de Kendal, il est nécessaire de présenter la matreceadgs des différents attributs fournis

par les différents scores.

3.2.2 Matrice des rangs

Soit le sous-ensemble dedonnées?” = {xy,...,.xn } caractérisées parattributs et le vec-
teurY = (y1,...,yn)" de labels de classes associé & ces données. Le v¥ctimsr labels n’est
utilisé que pour construire lgme sous-ensemble de contrainte utilisé lors de lageme évalua-
tion de la pertinence des attributs. Cela s’effectue enttaamasard des paires de données et en
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mettant une contrainte must-link entre ces données si@tiele méme label et une contrainte
cannot-link si elles ont des labels différents. Le carddel#, et.7y est constant pour touw
Lesd attributs sont alors ordonnés par les différents sc8f&s(x = 1, 2, 3, 4) en utilisant le
sous-ensemble de contrainte$.

Soit Ry, le rang de I'attributf, par le scoreSG en utilisant le sous-ensemble de contraintes
g Afin d’évaluer l'influence du sous-ensemble de contrairigegrocedure de classement des
attributs est alors répétégefois en utilisant a chaque fois un sous-ensemble de coteradif-
ferent., q=1, ..., p.

Ainsi, les rangs ded attributs obtenus par le scoB€" en utilisantp différents sous-ensembles

de contraintes”; sont regroupés dans la matrige (p < d) :

o Ry o Ri
Rop - Rpr o Ry

Chaque ligney de la matricéR* représente le rang ddsattributs fourni par le scor8C* en utili-
sant le sous-ensemble de contraints(q = 1,...,p). Chaque colonnereprésente les rangs de
I'attribut f, en utilisant lesp différents sous-ensembles de contraintes. Par conséghenjue
ligne deR*" est une permutation de rangs dkeattributs selon le sous-ensemble de contraintes
57

Ci-dessous, nous allons représenter un exemple qui illlesttenstruction de la matrice des

rangsR.

3.2.3 Matrice des rangs évaluée sur un exemple

Reprenons la matrice des données (3.1), A partir du tabldainB8us pouvons construire

les différentes matriceR!, R?, R® etR*, qui correspondent aux rangs des différents attributs par
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les scoreSC, SC, SC et SC! en fonction des sous-ensembles de contraintes.
Afin d'illustrer la matriceR3(9 x 3) relative au scor&C’, nous construisons le tableau 3.2 qui
correspond aux rangs des différents attributs en utilieesdus-ensemble de contraint&s En

effet, dans ce tableau, nous avons juste recopiédigne de chaque case du tableau 3.1. A

54 Classement
{(A,B),(A,D)} fl; f37 fo
{(A7C)7(AaD)} f3, f27 fl
{(B7C)7(AaD)} f3a fla f2
{(AaB)7(B7D)} flu f37 f2
{(A7C)7(BaD)} f2; f37 f1
{(B,C),(B,D)} f3; f2> f1
{(A>B)><C>D)} f3> f17 fo
{(A,C),(C,D)} f3; f27 f1
{(B,C),(C,D)} f3a f27 fl

Tableau 3.2 :Le rang des différents attributs par le sc8@ en utilisant le sous-ensemble de
contraintes considéré.

partir de ce tableau, nous pouvons ainsi construire la osd®A :

(3.4)

|
W W N W W Rr N W PR

N N WN R W W N W
PR R R, NN P RN

Chagque ligne d&2 correspond aux rangs des attribéisf, et f3 en utilisant un sous-ensemble
de contraintes. Chaque colonne représente les différems e I'attribut considéré en fonc-
tion des contraintes.

Ainsi, en faisant le lien entre la matrid® et le tableau 3.2, nous pouvons en déduire qu’en
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utilisant le sous-ensemble de contraintgsformé de la contrainte must-link(A,B) } et la
contrainte cannot-linK (A,D) }, I'attribut f1 a le rang 1, I'attributf, a le rang 3 et I'attributf3
alerang 2.

Il est important de signaler que dans le cas ou les attribottdeoméme score, ils auront le
méme rang, a savoir la moyenne des leurs. A titre d’illustrabous représentons par exemple

la matriceR! qui représente des attributs avec des scores égaux :
(15 3 15]
3 15 15
2 3 1
15 3 15
m_ |3 1515 (35)
25 25 1
15 3 15
3 15 15

25 25 1

3.2.4 Coefficient de Kendal

Nous utilisons le coefficient de Kendall afin de mesurer lacootiance ou I'accord entre les
rangs des attributs en utilisapdifférents sous-ensembles de contraintes. [Grz06].
Le coefficient de KendaK* prend en considération les différentes lignes de la maRicé!

est défini par [SC88] :

. 1217
K = @ g o (3.6)

— _
avech' = 3¢, (R =R R =50 Ry, R =350 Retr = 500, (13- 1))
oUA* représente la dispersion des rangs des attributs a traggrexpériences. Le termg est
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le nombre d’attributs ayant des scores égaux et par suiteadgs égaux parmi les groupes

de rangs égaux dams. La sommer* est calculée sur tous les groupes de rangs égaux trouves
dans leg lignes de la matric&®*. Par exemple, dans la matrice (3.5), il y a 8 lignefRteu les
attributs sont égauxnest alors égal & 8, représente le nombre d’attributs égaux dans chacune
de ces lignes. Par exemple, dans la matrice (3;5¢st égal a 2 pour chaqué™¢ligne, v=1,

e, m.

Les valeurs du coefficient de Kend#l* varient entre 0 (rangs completement indépendants)
et 1 (accord parfait entre des rangs identiques). Une valeahe de 1 d&* sera interprétée

comme une robustesse du classement des attributs visdas/contraintes retenues.

3.2.5 Application du coefficient de Kendall sur notre exemple

Nous reprenons I'exemple des données de la section 3.arésentées par la matrice (3.1).
A partir du tableau 3.1, nous calculons le coefficient de Kdrid* de chacun des scor&
afin de mesurer la concordance des rangs des attributs slfanchaque score. Les coefficients
de KendalK?!, K2, K3 etk* des scores de contraint8€!, S, SC et SC* sont respectivement
0.4325, 02258, 03333 et 04333.
Ces faibles valeurs des coefficients de Kendall refletentrta ipendance des rangs des attri-
buts par rapport aux sous-ensembles de contraintes. Dagsereple, le coefficient de Kendall
K* du scoreSC* est Iégérement plus élevé que les autres coefficients. Capeiilds’agit d’un
simple exemple de faible effectif (4 données), dont I'obfetest pas de comparer les coef-
ficients de Kendall des différents scores. Nous cherchomavars cet exemple a mettre en
évidence la dépendance du classement des attributs farrahpcun des scores par rapport au
sous-ensemble de contraintes. Cette conclusion rejoindd’ivation de Sun et al. [SZ10].
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3.2.6 Influence du sous-ensemble de contraintes sur le sc@€*

Le score de sélectioBC* prend en considération I'ensemble des données en plus des
contraintes disponibles dans le processus de sélectiofaitl@e prendre en considération les
données non-contraintes rend alors ce score moins seasbous-ensembles de contraintes.
Plus particuliérement, le couplage du score LaplaSkeet du score de contraint&C!, utilisé
par le score semi-supervisé avec contraintes, le rend falbkest donc moins dépendant du jeu

de contraintes :
SGH=sL,.sc¢ (3.7)

En effet, le premier terme du produit de I'équation (3.7) @ststant quelque soit le sous-
ensemble de contraintes et c’est le deuxieme terme de cptstién qui varie en fonction des

contraintes .

Dans la partie suivante, nous allons présenter de nombésuktats obtenus avec des bases de
données réelles afin de montrer que notre score de séleetinirssipervisé avec contraintes

SC* est moins dépendant des sous-ensembles de contraintesgosies existants.

3.3 Reésultats expérimentaux

Afin de comparer le coefficient de Kendall des différents esate contrainteSC', SC,
SC ainsi que celui de notre score semi-supervisé avec cotess®8C', nous avons choisi
six bases de données largement utilisées dans la littéralus précisément, il s’agit des
bases 'Wine’, 'lmage segmentation’ et 'Vehicle’ de UCI repay ([BKM98)), la base de vi-
sages 'ORL’ ([SH94)) et les deux bases d’expression de gé&alsn Cancer’ ([ABN 99]) et
'‘Leukemia’([GST"99)).

Ces bases de données reelles ont été retenues parce quetlearsctérisées par des attributs
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numériques. De méme, le vect&ide labels de classes de données est bien défini pour chacune
de ces bases. Ainsi, la génération des contraintes a partiesilabels est une opération assez
facile.

Dans nos expériences, nous avons normalisé les différrilsits entre 0 et 1 afin que I'échelle
des valeurs soit identique. Nous avons choisi la méthodewditipn hold-out qui consiste a di-
viser la base de données en deux parties : la premiere pattla base d’'apprentissage, la
deuxieme partie étant la base test.

Les différents scores de sélection ainsi que les résultatselficient de Kendall sont appliqués
sur la base d’apprentissage. La base test est quant a ééautians I'évaluation des résultats
de classification des divers scores détaillée au chapitre 4.

Il est important de signaler gu’aucun critere d’arrét nig#tsé dans la procédure de sélection.

Ainsi, lesn attributs disponibles dans chaque base sont classésieantitles scoreSC, SC,

SC etSC.

3.3.1 Reésultats sur les bases UCI et la base ORL

Nous avons en premier lieu réalisé des expérimentation3 kases de données UCI et sur

la base de visages ORL, que nous allons décrire.

3.3.1.1 Labase 'Wine’

La base de donnée 'Wine’ contient les résultats d'une aealpgmique des vins produits
dans la méme région en Italie, mais provenant de trois edtivs différents . Elle est constituée
de 178 données caractérisées par 13 attribut$718,d=13). Ces données sont divisées en 3
classes ayant pour effectif 59, 71 et 48 données. Nous &&lrohs 30, 36 et 24 données de
chaque classe afin de constituer la base d’apprentissagidobeées restantes constituent alors
la base test.
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3.3.1.2 Labase 'Image segmentation’

La base 'Image segmentation’ est créée a partir de 7 imagesédeur segmentées a la
main. Cette base de données contient 210 données qui cardespicaux régions dans les
images. Ces données sont caractérisées par 19 attmb@ts0,d=19) regroupées en 7 classes.
Ces 7 classes sont équiprobables et ont chacun un effectifde®ées. Nous sélectionnons 15
données de chaque classe afin de constituer la base d’dapgagetet les 15 données restantes

de chaque classe constituent alors la base de test.

3.3.1.3 Labase 'Vehicle’

La base "Vehicle’ contient 846 données correspondant a dekel®s de véhicules caracté-
risées par 18 attributs£846,d=18). Ces données sont divisées en 4 classes d’effectifatdfspe
212,217, 218 et 199. Nous sélectionnons 106, 109, 109 etd@@ées de chaque classe pour

former la base d’apprentissage.

Ces 3 bases de données ('Wine’, 'Image segmentation’ etéi&hsouffrent du probleme de la
malédiction de la dimension. En effet, les classes prés@a@vent étre aussi bien discriminées
dans un espace réduit d’attributs bien sélectionnés que ltmpace d’attributs original. Cer-
tains attributs présents n’apportent aucune informatiur pa discrimination des différentes

classes.

3.3.1.4 Labase’'ORL’

La base 'ORL (Olivetti Research Laboratory) contient un emske d’images de visages
de 40 personnes. Chaque personne étant caractérisée paaddsjmela fait un total de 400
images ( = 400). Les images pour chaque personne ont été acquisesdesl@onditions dif-
férentes : de lumiere, d’expressions du visage (yeux osivgegux fermés, avec / sans sourire..)
et de détails de visages (avec / sans lunettes) (voir Fig@je 3
Dans nos expériences, les images originales acquisedeniint ont été normalisées en échelle
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Figure 3.2 : Exemples d’'images de la base ORL (2 sujets).

et en orientation pour que les yeux soient alignés dans laenp@sition horizontale. Ensuite, la
zone du visage a été découpée afin de former des images d82ailB2 pixels. Ainsi, chaque
image peut étre représentée par 1024 attriluits {024). Le niveau de gris de chaque pixel est
guantifié a I'aide de 256 niveaux.

Nous sélectionnons 5 images de chaque classe (personng)qutruire la base d’apprentis-

sage (soit 200 images). Les 200 images restantes considumase de test.

On peut remarquer que la taille de la population des donriéppreéntissage de ces 4 bases est
relativement faible. Par conséquent, on peut considéretegnombre de contraintes retenues

refléte avec une qualité similaire de représentation leaéksmd’ apprentissage.

3.3.1.5 Résultats du coefficient de Kendal

Dans nos expériences, la procédure de sélection est gesalistes données d’apprentissage.
Les attributs sont ainsi ordonnés selon les différentsescde sélection. A chague exécution de
la procédure de classement des attrilogits=1,..., p, nous simulons la génération des contraintes
comme suit : nous sélectionnons aléatoirement une pairerteegs de la base d’apprentissage
pour créer une contrainte must-link ou cannot link seloncpgedeux données appartiennent a
la méme classe ou a des classes différentes. Cette procétlitéede jusqu’a ce qu’on obtienne
@ contraintes must-link eltjg—q| contraintes cannot-link .
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Figure 3.3 : Coefficients de Kendall en fonction du nomirgy| de contraintes sur les 3 bases

de données UCI ainsi que sur la base ORL.

La procédure de sélection est ainsi répétée 100 fois (00) afin de calculer les différents

coefficients de Kendak?, K2, K3 etK# sur chacune des bases de données.

Nous réalisons nos expériences pour différents cardinauxyallant de 4 contraintes (2 must-

link et 2 cannot-link), jusqu’a 40 contraintes comme le féhaing et al. [ZCZ08].

La figure 3.3 montre les résultats des coefficients de Keidak?, K2 etK* calculés sur 100

exécutions f = 100) pour différents nombres de contraintes sur les 4 basesrthées considé-

rées (Wine, Image segmentation, Vehicle et ORL). A chaqueutia, le méme sous-ensemble

de contraintes est bien sdr considéré par les 4 criteredaidio testes.

A partir de cette figure, nous pouvons remarquer que lesreifté coefficient&?!, K2, K2 et
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K* ont des valeurs faibles (&) lorsque|.7y| est faible. Ces faibles valeurs #¢, K2, K3

et K* dans cette figure montrent que les attributs sélectionnéepacoreSC, SG, SC et

SC* sont fortement dépendants des sous-ensembles de cagrdisponibles, lorsque nous ne
considérons que quelques contraintes dans la procéduébetian.

En examinant particulierement les différentes courbea figlire 3.3, nous pouvons remarquer
que les courbes dét, K2, K3 etK* sont croissantes. Ainsi le coefficient de Kendall augmente
avec le nombré.#;| de contraintes considérées. En effet, plus le nombre deatotes|.7|

est élevé, plus I'information supervisée est complétesAinrsque|yq\ est éleve, le contexte
semi-supervisé tend a devenir un contexte supervisé. Cplaea alors le fait que la concor-
dance entre les rangs des attributs augmente Iov[sdﬁeaugmente, dans les différentes courbes
de la figure 3.3.

Nous pouvons aussi noter que les valeurKtisont les plus élevées pour les différents nombres
|.#4| de contraintes et pour toutes les bases de données corsidéedteint méme des valeurs
proches de 0.8 pour les bases 'Wine’ et 'Image segmentdbsgue le nombre de contraintes
estimportant. Cela confirme alors que notre score de sélesgimi-supervisée avec contraintes
SC*, qui prend en considération toutes les données, est mopeaidént des sous-ensembles

de contraintes must-link et cannot-link que les autresescexistants3C, SC et SC).

3.3.2 Résultats sur les bases d’expression de genes

Dans cette partie, nous présentons les résultats expéamergéalisés sur deux bases d’ex-
pression : 'Colon Cancer’ (JABN99]) et 'Leukemia’ ([GST 99]). Ces deux bases contiennent
un faible nombre de données caractérisées par un nombgedhdtributs. Ces deux cas sont
alors confrontés au probleme de 'small-sample problemdib@ension de I'espace original de
représentation des données est nettement supérieurdlielddda population des données.
Avant de représenter les résultats du coefficient de Kesdaltes deux bases, nous donnons

une description de chacune d’elles.
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Figure 3.4 : Coefficients de Kendall en fonction du nomire;| de contraintes sur les 2 bases
d’expression de genes.

3.3.2.1 La base 'Colon Cancer’

Cette base est constituée de 62 tissus répartis en 2 claBdamaraux et 22 normaux &
62). Ces tissus sont caractérisés par I'expression de 20@3 ge= 2000). Nous sélectionnons
20 tissus tumoraux et 11 normaux pour former la base d’atipsaige. Les données restantes

constituent la base test.

3.3.2.2 Labase 'Leukemia’

Cette base de données contient des informations d’expredsigenes chez 72 personnes
atteints de deux types de leucémies AML (acute myeloid leuks) et ALL (acute lympho-
blastic leukemiasj(= 72). La base de données originales est formée de 6817 gepesdant
nous éliminons les génes dont nous ignorons les mesures suvias un échantillon. Au total,
5147 genes sont utilisés dans notre expérimentatien§147).

Comme les données de la base 'Leukemia’ sont déja partitesne un sous-ensemble d’ap-
prentissage (27 ALL et 11 AML) et un sous-ensemble test (20 AL14 AML) ([GST99)),
toutes les expériences sur cette base ont été realiséaisamticette partition.
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3.3.2.3 Résultats du coefficient de Kendal

La figure 3.4 montre les coefficienks', K2, K2 et K* calculés pour 100 exécutions de la
procédure de sélectign= 100 et en considérant differents nombres de contraintdesbases
'Colon Cancer’ et 'Leukemia’.

Nous en déduisons les mémes remarques que pour les rédekateefficients de Kendall sur
les bases UCI et la base 'ORL. D’aprés la figure 3.4 , les coefitsiK!, K2, K3 et K* ont

des valeurs faibles (<B) Iorsque{jﬂq\ est faible. De méme, les différentes courbes sont crois-
santes : le coefficient de Kendall augmente avec le nodmffaﬁa de contraintes considéré. En
plus, comme pour les bases de données précédentes, les dka sont les plus élevées pour
les différents nombres de contraintes. Cela confirme que sotreSC* est moins dépendant
des contraintes must-link et cannot-link que les scoressitjaes.

En examinant les figures 3.4(a) et 3.4(b), nous constatoad'égart entre le coefficierk*
d’une part et les autres coefficiets, K2 etK2 d’autre part est globalement plus élevé sur ces
bases de données (Colon Cancer et Leukemia) que sur les aagess Gela est probablement

dd au fait que le nombre d’attributs dans ces bases est gus.él

Zhao et Zhang ont expérimentalement démontré qu’un pefitone de contrainte#?q} est
suffisant pour que leurs scores de contrairB€$ et SC sélectionnent les attributs permet-
tant de discriminer les différentes classes en présence(g&CZependant, les figures 3.3 et
3.4 montrent que, pour des sous-ensembles de contrairftéenis, les rangs des attributs
changent. Les attributs sélectionnés changent, surtceque le nombréjﬂq} de contraintes
est petit. Par conséquent, la qualité de la discriminateut fortement varier en fonction du
sous-ensemble de contraintes en présence.
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3.4 Conclusion

Les scores de contraintes nécessitent de définir les seasables de contraintes must-link
et cannot-link dans la fonction d’évaluation. Les attribsélectionnés par ces scores sont alors
fortement dépendants de 'ensemble des contraintes.

Dans ce chapitre, nous avons étudié l'influence des cotgsadéfinies par I'expert sur le clas-
sement des attributs a partir des différents scores. Noossazinsi utilisé le coefficient de
Kendall pour mesurer la dépendance des rangs des attrdourtss par les différents scores par
rapport au changement de contraintes disponibles. A notneaissance, c’est le premier travail
de ce genre, qui compare la robustesse des divers scoresaramtdeur dépendance vis-a-vis
des contraintes.

Le coefficient de Kendall appliqué sur un exemple illustrattlairement montré que les rangs
des attributs classés par les différents scores de comsalgpendent fortement des contraintes
disponibles. Ceci s’explique par le fait que ces scores deaotes ne prennent pas en consi-
dération l'information fournie par 'ensemble des données contraintes. Ceci nous a amenee
a proposer le scor®C* de sélection semi-supervisé avec contraintes qui prendresidgération

a la fois 'ensemble des données et le sous-ensemble deictes disponibles.

Les résultats expérimentaux réalisés sur trois bases U€lpase de visages et deux bases
d’expressions de géne ont permis de comparer notre S&ravec les scoreSC, SC et SC.

Les résultats du coefficient de Kendall montrent que le s6@feest moins dépendant du jeu
de contraintes que les autres scores puisque le coefficeieddallk* est le plus élevé. Les
résultats sur les bases d’expression de génes ont aussemaetl’amélioration du coefficient
de Kendall par notre score tend a augmenter avec le nomhteluiés considérés.

Nous proposons de comparer les performances en termes lité deeclassification, atteintes

par ces différents scores de contraintes dans le prochapitcd
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Chapitre 4

Evaluation des méthodes de sélection
d’attributs par la qualité de la

classification

4.1 Introduction

La comparaison des différents scores de sélection d'attripui utilisent un ensemble de
contraintes must-link et cannot link a montré que notre ess@mi-supervisé avec contraintes
SC* est moins dépendant des sous-ensembles de contraintesqoples classiqueg!, SC
et SC. Cette comparaison qui utilise le coefficient de Kendall ex@nuniquement les rangs
des attributs fournis par chacun des scores sans consiegparformances en classification.
Pour comparer les différents scores de sélection d’atrjldes données sont divisées en une
base d’apprentissage et une base test. Apres avoir réalsédédure de sélection d’attributs
sur la base d’apprentissage, la performance de l'algoéttiesélection est mesurée par les taux
de bonne classification des données test obtenus par uitlalgede classification qui opere
dans I'espace de représentation défini par les attribugsti@hnés.

Le classifieur le plus utilisé dans ce cadre est celui du plashe voisin car il permet de dis-
criminer des données non linéairement séparables. Commassifieur du plus proche voisin
nécessite la définition de prototypes des classes, ilaitds données d’apprentissage avec leurs
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labels comme prototypes.

Cependant, ces labels n’ont pas été exploités par les saegdattion. En effet, ces scores uti-
lisent uniguement un nombre restreint de contraintes eoinaées et/ou I'ensemble de données
non labellisées. Par conséquent, les données test sasifiées dans un contexte supervisé car
les données d’apprentissage avec leur labels constiegeptdtotypes des classes, alors que les
attributs ont été sélectionnés dans un contexte semigaperar les scores utilisent seulement
un nombre restreint de contraintes must-link et canndt-lin

Par ailleurs, dans le cas d’applications réelles, la bagppiéntissage est soit non labellisée,
soit partiellement labellisée. L'emploi de I'algorithmepervisé du plus proche voisin est par
conséquent non réaliste étant donné la non disponibilgdateels de classes de la base d'ap-
prentissage.

C’est pour cette raison que nous proposons une procéduralaidion semi-supervisée des
différents scores. La seule information disponible étastontraintes must-link et cannot-link
portant sur quelques paires de données, c’est donc ceattenation qui sera exploitée a la fois
dans la procédure de sélection et de classification.

Ainsi, notre chapitre sera organisé comme suit. Dans la igrenpartie (cf. section 4.2), nous
détaillons la procédure supervisée généralement utitiaés la littérature pour évaluer les dif-
férents scores. Nous évoquons alors I'algorithme des &{plache voisins (cf. section 4.2.1) et
nous appliquons cette procédure sur les différentes basgsrohées utilisées dans le chapitre 3
afin de comparer les performances des quatres s6@eSC, SC et SC* (cf. section 4.2.2).
Dans la deuxieme partie, nous proposons une procédure deacaison cohérente avec la pro-
cédure de sélection développée (cf. section 4.3). Ainsit [gscore Laplacien nous proposons
une évaluation non supervisée basée sur I'algorithme desdas (cf. section 4.3.1) et pour les
scores de contraintes, nous proposons une évaluationssgraivisée basée sur I'algorithme
des k-means sous-contraintes (cf. section 4.3.2). Noupamns les résultats de classification

des divers scores obtenus dans un contexte semi-supeveiséea résultats obtenus par I'éva-
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luation supervisée classique (cf. section 4.3.2.2). Nougparons aussi les différents scores de

contraintes entre eux en utilisant I'évaluation semi-suigée (section 4.3.2.3).

4.2 Evaluation supervisée des performances des scores

Afin de comparer les performances de plusieurs méthodedelfgisg d’attributs, les tra-
vaux dans la littérature jugent de la qualité de classificatibtenue par un classifieur opérant
dans I'espace des attributs sélectionnés [ZCZ08] [ZLHO8&E bhéthode de sélection est consi-
dérée supérieure a une autre si elle permet d’obtenir dékearsitaux de bonne classification.
La sélection est réalisée a partir de contraintes dispesipbuvant étre déduites des données
d’apprentissage. La comparaison de la performance dedet&dl d’attributs associée aux dif-
férents scores est ensuite réalisée sur les données tast, lFlgorithme des k-plus proches
voisins opére dans I'espace des attributs sélectionnéepadifférents scores, en utilisant les
données d’apprentissage comme prototypes des classagsuéiats de classification des don-
nées test sont ensuite comparés.

Comme cette comparaison est basée sur I'algorithme deskppdahes voisins, nous détaillons

cet algorithme avant de présenter les résultats obtenusfrentes bases de données.

4.2.1 Lalgorithme des k-plus proches voisins

La méthode des k-plus proches voisins notée k-ppv est urteoaetle classification simple
permettant de traiter des données non linéairement séesratie est couramment utilisée pour
valider la sélection et comparer ainsi diverses méthodeglkgetion d’attributs. Elle permet, a
partir des données d’apprentissage dont on connait le, ldeallassifier les données test. Cet
algorithme est basé sur I'idée de mesurer dans I'espadeillas sélectionné la proximité entre
la donnée test a classer et les données d’apprentissagsepfant les différents prototypes
des classes. Cette proximité est généralement mesurédediaila distance Euclidienne dans
I'espace d’attributs considéré. Le classifieur k-ppv déiee la classe d’'une donnée test en
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lui attribuant la classe majoritaire des k données qui lutdes plus proches dans la base
d’apprentissage.

Afin d’étre le plus simple et indépendant des régles de d@tmsir le vote majoritaire en cas
d’égalité de votes, nous avons choisi de fixer k a 1, c’est tdassifieur du plus proche voisin
qui est utilisé. A chaque donnée test est alors attribuéeelaerclasse que celle de la donnée
d’apprentissage qui lui est la plus proche dans I'espadérithats considéré et cela en utilisant

la distance Euclidienne.

4.2.2 Résultats expérimentaux

Dans cette partie, nous comparons les performances dégedif§ scores de sélection opé-
rant dans 3 contextes d’apprentissage différents : le $@placien non supervisgl (voir équa-
tion (2.16)) , le score de Fisher superviSE (voir équation (2.24)), les scores de contraintes
SC (voir équation (2.49)) SC (voir équation (2.50))SC® (voir équation (2.52)), ainsi que
notre score de sélection semi-supervisé avec contra8@gvoir équation (2.56)). Pour ce
faire, nous utilisons la procédure de comparaison baséemgiclassification supervisée des
données test.

Les expérimentations sont réalisées sur les mémes basesdéed décrites dans le chapitre
3 : les bases 'Wine’, 'Image segmentation’ et 'Vehicle’ de Ugpository ([BKM98]), la base
de visage 'ORL’ ([SH94)) et les deux bases d'expression degé&olon Cancer' ([ABN99])

et 'Leukemia’([GST 99]). La partition retenue entre données d'apprentissagermées test

est celle décrite également dans le chapitre 3.

4.2.2.1 Résultats sur les bases UCI

4.2.2.1.a Comparaison des taux moyens de classification

Nous comparons la performance (taux de bonne classificati@ccuracy) obtenue en uti-
lisant le classifieur du plus proche voisin qui opere danspbee sélectionné par les diffé-

rents scores considérés. Cet espace est constitué destathnt obtenu individuellement les
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Figure 4.1 : Taux de bonne classification en fonction du nombre d’attsilsé¢lectionnés sur
les 4 bases de données. 10 contraintes formées de 5 must-fnkannot-link sont utilisées.
L'évaluation est effectuée dans un contexte superviségdrdhme du 1-ppv utilise les labels
réels des données d’apprentissage comme prototypes dss<la

meilleurs scores. Le taux de bonne classification est lagptiom de données test bien classifiés

par rapport au nombre total de ces données.

Comme pour la mesure de coefficients de Kendal, les taux desb@assification sont moyen-

nés sur 100 exécutionp & 100) avec différentes générations de contraintes pouruate)

scores de contraintes examinés.

Lafigure 4.1 illustre les taux de bonne classification entionau nombre d’attributs sélection-

nés respectivement sur les bases 'Wine’ 4.1(a), 'Image setation’ 4.1(b), "Vehicle’ 4.1(c) et

'ORL 4.1(d) et cela en utilisant 10 contrainte$;(/q\ = 10) incluant 5 must-link et 5 cannot-
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link.

A patrtir de cette figure, nous pouvons remarquer que le taxmadh de bonne classification
obtenu par chacun des scores, que cela soit dans un conbexseipervise, supervisé ou semi-
supervisé n’est pas toujours atteint dans I'espace d'éotnéé par la totalité des attributs. Cela
illustre alors le probléme de la malédiction de la dimensbfa nécessité de sélectionner un
sous-ensemble d'attributs a partir de 'ensemble initiattdbuts.

Nous nous attendons a ce que les taux de bonne classificatenus par les scor&Ct, SC,
SC et SC* se situent entre les taux obtenus par le score Laplacierupemssé et ceux obtenus
par le score supervisé de Fisher. Comme le noerBﬂ(ﬁ de contraintes est fixé a 10, les scores
semi-supervisés utilisent un peu plus de connaissance®a gue le score Laplacien non su-
pervisé mais beaucoup moins que le score supervisé de .Riatar attente est vérifiée pour la
base 'ORL’, puisque d’apreés la figure 4.1(d), quelgue soiblmlnre d’attributs sélectionnés les
taux de bonne classification des scores de contraintesigagrisurs a ceux du score Laplacien.
Cependant pour les bases 'Wine’, 'Image segmentation’ ehitle’, les performances des
scores de contraintes dépassent ceux du score Laplacienrgspectivement, 7 dimensions
sur 13 (voir figure 4.1(a)), 8 dimensions sur 19 (voir figurg)) et 10 dimensions sur 18 (voir
figure 4.1(c)). En effet, les paramétres du score Laplaargié bien ajustés pour chacune des
bases afin de représenter au mieux la distribution des dewiaés les différentes classes. Ainsi
le paramétre de dispersion de la similarité Gaussienast respectivement fixé a 0.7, 1, 0.5 et
5 pour les bases 'Wine’, 'Image segmentation’, 'Vehicle’@RL .

Il est vrai qu’un algorithme de classification basé sur urrapiissage supervisé doit atteindre
des performances plus élevées que le méme basé sur un ggagatsemi-supervisé. De
méme, le fait de prendre en considération quelques cotdggadoit permettre d’améliorer les
résultats de classification comparés a ceux obtenus darantexte non-supervisé. Ces résul-
tats confirmés sur la base 'ORL, le sont moins sur les baseseé\Wimage segmentation’ et

"Vehicle'. Cela permet alors de soulever la question sur @Exctes différentes contraintes, ce
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choix étant totalement aléatoire dans nos expériences.

4.2.2.1.b Comparaison des taux de bonne classification pouhaque sous-ensemble de

contraintes

En examinant particuliérement les courbesS@®, SC, SC et SC* de la figure 4.1, nous
constatons qu’elles sont trés proches. Il est donc diffd@l€omparer les performances de ces
scores, surtout que ces résultats sont moyennés sur 10ftiexdcavec différentes générations
de contraintes.

Cela nous amene alors a comparer ces différents scores emaxaiteurs résultats de classi-
fication sur chacune des 100 exécutions. Pour un nombre fittiduts a sélectionner et pour
chacune des 100 exécutions, nous proposons d’ordonnestasds dans un ordre décroissant
de leur taux de bonne classification.

Soit rang; le rang du critereSC" a I'exécutionq, ce rang pouvant prendre les valeurs 1, 2,
3 ou 4. Pour chaque exécutigple rang 1 sera attribué a la méthode dont le taux de bonne
classification est le plus grand et le rang 4 sera attribuéndéllnode ayant le taux de bonne
classification le plus petit. Nous attribuons le méme rangraéthodes ayant le méme taux de
bonne classification.

Nous calculons ainsi * qui totalise 'ensemble des rangs pour chacun des s8&fesomme

suit :

100
T = z rangg, (4.1)
g=1
ol * est 1, 2, 3 ou 4 correspondant respectivement aux s&@es$SC, SC ou SC*. Le score
ayant le total des rangs le plus petit est considérée comiuieqee fournit les meilleurs résul-
tats.
Pour les bases 'Wine’, 'lmage segmentation’, 'Vehicle’ @RL, les taux de bonne classifica-

tion des données obtenus avec chacun des 4 critéres dése®edt SC, SC et SC* semblent
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étre stables lorsque le nombre d’attributs sélectionnésespectivement supérieur a 6, 5, 8 et

300 (voir figure 4.1). Nous proposons alors de calculer H ti#s rangs de chacun de ces scores

en considérant les 6 premiers attributs pour la base 'Wieg™s premiers attributs pour la base

‘Image segmentation’, les 8 premiers attributs pour la bdskicle’ et les 300 premiers pour

la base 'ORL.

| Sa\T

Tl

T2

TS

T4

4 contraintes

198

238

219

180

10 contraintes

195

210

185

162

40 contraintes

180

299

168

136

Tableau 4.1 : Le total des rangs des différents scores pour différentsbnesr|.7,| de
contraintes pour la base de données 'Wine'.

EZIN

Tl

T2

T3

T4

4 contraintes

208

228

168

179

10 contrainteg

228

210

154

183

40 contraintes

184

177

153

146

Tableau 4.2 : Le total des rangs des difféerents scores pour différentsbnesdyq\ de
contraintes pour la base de données 'Image segmentation’.

EZINS

Tl

T2

T3

T4

4 contraintes

237

239

232

219

10 contrainteg

271

246

189

240

40 contraintes

290

240

208

207

Tableau 4.3 : Le total des rangs des différents scores pour différentsbrmdyq] de
contraintes pour la base de données 'Vehicle'.

EZINS

Tl

T2

T3

T4

4 contraintes

194

212

311

200

10 contraintes

185

189

250

196

40 contraintes

190

202

300

203

Tableau 4.4 : Le total des rangs des différents scores pour différentsblmdyq\ de
contraintes pour la base de données 'ORL'.

Les tableaux 4.1, 4.2, 4.3 et 4.4 montrent le total des rangmur différents nombresy| de

contraintes (4, 10 et 40) respectivement sur les bases 'Wimage segmentation’, 'Vehicle’

et 'ORL’. Ainsi, nous examinons le cas ou peu de contraintgsd@at retenues, ou un nombre
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Figure 4.2 : Taux de bonne classification en fonction du nombre d’attsilsélectionnés sur
les bases d’expression des genes. 60 contraintes form&@snalast-link et 30 cannot-link sont
utilisées. L'évaluation est effectuée dans un contextersig®e : I'algorithme du 1-ppv utilise
les labels réels des données d’apprentissage comme presales classes.

un peu plus important est considéré (10) et le cas ou le noddommntraintes au regard de la
population de données est important (40). Chaque case datainidique le total des rangs du
score testé en utilisant le nombre de contraintes consgténéus notons en gras le total des
rangs le plus faible pour chaque cas.

A partir de ces tableaux, nous pouvons remarquer que lesrsatieT!, T2, T3 et T# sont
proches. Les attributs sélectionnés par notre s8@fdfournit des taux de bonne classification
comparables & ceux obtenus par les attributs sélectiorar&h, SC et SC. En effet, notre
score a le total de rangdsle plus petit 6 fois (indiquées en gras) parmiles 12 lignestdeleaux

41,4.2,43et4.4.

4.2.2.2 Reésultats sur les bases d’expression de géenes

La figure 4.2 montre les taux de bonne classification en fonate différents nombres d’'at-
tributs sélectionnés sur les bases 'Colon Cancer’ et 'Leukerné nombre de contraintes est
fixé a 60 {yq\ = 60) comme le font Sun et al. ([SZ10]). 30 contraintes mugt-&t 30 cannot-
link sont alors fournies par I'expert. Notons que le terenatilisé pour le score Laplacien est
respectivement fixé a 10 et a 15 pour ces deux bases.
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Figure 4.3 : Taux de bonne classification en fonction de différents n@se contraintes (pour
SC, SC, SC etSCH sur les bases d’expression des génes. Le nombre d’astsblectionnés
est la moitié du nombre initial d’attributs.

A partir de la figure 4.2(a), nous pouvons remarquer que kdteds de classification obtenus
par les scoreSC!, S, SC et SC* se situent entre les résultats de classification obtenus par
le score Laplacien non-supervisé et ceux obtenus par le scgervisé de Fisher sur la base
'Colon Cancer’. Les résultats de classification obtenus gaémes scores dépassent méme les
résultats du score supervisé de Fisher pour un nombreibidattisélectionnés supérieur a 1050.
Cependant, pour la base 'Leukemia’ (voir figure 4.2(b)), &ssultats de classification obtenus
par le score Laplacien dépassent ceux obtenus par les sloemtraintes lorsque le nombre
d’attributs est supérieur a 1050. Ces résultats confirmeatl@gi contraintes n’apportent pas
toujours d’informations sur la discrimination des class@gout si ces contraintes sont choisies
aléatoirement.

La figure 4.3 affiche le taux de bonne classification en fondti® nombre de contraintes pour
un nombre d’attributs fixe (fixé a la moitié du nombre d’attitginitial comme dans [SZ10]) sur
les deux bases d’expression de genes. A partir de cette figuus pouvons remarquer que notre
scoreSC atteint des performances supérieur&h SC et SC2. Nous pouvons noter aussi que
le taux de bonne classification n'augmente pas toujours mctit;n du nombre de contraintes
puisque les différentes courbes de la figure 4.3 ne sont paé&fent croissantes. En effet, nous
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pouvons remarquer dans la figure 4.3(b) que pour 20 corgsiles performances des 4 scores
subissent une chute brutale. Cela est probablement di a uraimahoix des contraintes. Ces
résultats confirment alors notre hypothése que le procekssggélection dépend fortement du
sous-ensemble de contraintes fourni par I'expert (voitiee@.3.2.3). Cependant, nous notons
gue cette chute n’est pas importante (a peu prés 2%) poutalrl®o34 données de la base test.
Comme le taux de bonne classification est moyenné sur 100 texgxul suffit alors qu’une

donnée soit mal classifiée dans un certain nombre d’itérapour que cette chute apparaisse.

|7 \T T T2 | T3] 74
4 contraintes| 148 | 195 | 235| 158
10 contraintes 156 | 242 | 203 | 153
40 contraintes 169 | 286 | 153 | 138
60 contraintes 157 | 271 | 149 | 144

Tableau 4.5 : Le total des rangs des différents scores pour différentsbr@sdyq\ de
contraintes pour la base de données 'Colon Cancer'.

|7 \T TATT2 T3] 72
4 contraintes| 184 | 240 | 194 | 182
10 contrainteg 176 | 276 | 150 | 134
40 contraintes 170 | 196 | 148 | 118
60 contraintes 186 | 198 | 168 | 126

Tableau 4.6 : Le total des rangs des différents scores pour différentsbr@sdyq\ de
contraintes pour la base de données 'Leukemia’.

En outre, les tableaux 4.5 et 4.6 montrent la somme des fangeur différents nombrels;|

de contraintes (4, 10, 40 et 60) respectivement sur les b@etm Cancer’ et 'Leukemia’. Le
total des rangs de chacun des scores est calculé en consi@éareoitieé du nombre initial d’at-
tributs de chacun des bases d’expression des géenes.

A partir de ces deux tableaux, nous pouvons remarquer que,lpdase de données 'Colon
Cancer’, le total des rangg’ relatif & notre score de contraint8€* a la valeur la plus faible

3 fois (indiquées en gras) parmi les 4 lignes du tableau 4rsqlue le nombre de contraintes
est supérieur & 4). Pour la base 'Leukemid a la valeur la plus faible (indiquée en gras) pour

tous les nombres de contraintes (4, 10, 40 et 60). Ces ré&soitattrent alors que les attributs

http://doc.univ-lille1.fr
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sélectionnés par notre scaB&* fournissent des résultats de classification supérieursid ce

obtenus par les attributs sélectionnéspat, SC et SC.

4.2.3 Discussion

Nous avons comparé les résultats de classification des dsmest en utilisant les attributs
sélectionnés par les différents scores. Cette classificago réalisée a I'aide du plus proche
voisin qui utilise les données d’apprentissage comme yoés des classes.

Cependant, les labels des données n’ont été exploités qle gi@re supervisé de Fisher pour
évaluer la pertinence des attributs. Comme le score Laplaffectue la sélection dans un
contexte non supervise, il suppose I'absence totale dahmétion sur les labels des données.
Les scoresSC, SC, SC et SC* utilisent juste quelques contraintes entre données et a@onc
cune information sur les labels des données d’apprengssag

Nous rappelons que les données test ont été classifiées maonatexte supervisé en utilisant
les données d’apprentissage comme prototype de classesgak les attributs sont sélection-
nés dans un contexte non-supervisé ou semi-supervisélsanttiuste quelques contraintes
must-link et cannot-link.

Pour comparer les performances des différents scores elgieél d’attributs opérant dans un
contexte non-supervisé ou semi-supervisé, les donnéeaoieent alors étre classifiées dans le
méme contexte non-supervisé ou semi-supervisé. Nous gwapalonc deux procédures d'éva-
luation, une non supervisée pour le score Laplacien et unesgervisée pour les scores de
contraintes, de telle sorte que la procédure de sélectianpebcédure de classification soient
menées dans le méme contexte. Ces résultats permettronjetediel la qualité des attributs
sélectionnés dans un cadre proche d’'une application réelle
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4.3 Evaluation selon le contexte

Dans cette partie, I'évaluation de la qualité des scoresrmenée selon les contextes non-

supervisé et semi-supervisé.

4.3.1 Evaluation non-supervisée

Le classifieur du plus proche voisin nécessite la définitiemputototypes des classes. Ceux-
ci seront construits a partir des données d’apprentissagelans un contexte d’apprentissage
non-supervisé, l'utilisateur ne dispose pas d’informasar les labels des données d’apprentis-
sage. Pour respecter ce contexte, il est nécessaire deestislabels de ces données d’appren-
tissage afin de définir les prototypes des classes.

Dans le contexte non-supervisé, un algorithme de clagsificaimple, a savoir celui des k-
means, peut étre utilisé pour classifier les données d’apipsage [LI082].

Les labels des données d’apprentissage étant alors estimés pourrons alors les utiliser
comme prototypes de classes. Pour I'étape de validatioriasssifieur du plus proche voisin
est alors appliqué sur la base test en utilisant ces prastgptimés. Cependant, comme les
classes réelles des données d’apprentissage peuvenifférentes de celles estimées par 'al-
gorithme des k-means, nous ne pourrons pas utiliser dimeeteces labels. Par conséquent,
avant de les utiliser par I'algorithme du plus proche vqisious devons mettre en correspon-
dance les labels des données d’apprentissage et leurs &dtiehés. Pour ce faire, nous avons
utilisé une version de l'algorithme de Carpaneto et al. [CT80]

Avant de présenter les résultats sur différentes bases migeds, nous allons décrire I'algo-

rithme des k-means.

4.3.1.1 Lalgorithme des k-means

L'algorithme des k-means [Mac67] est un algorithme de diassion itératif basé sur le
calcul de distances entre les points et les centres degslasglont le but est de minimiser la

© 2011 Tous droits réservés. http://doc.univ-lille1 fr



These de Mariam Kalakech, Lille 1, 2011

124Chapitre 4. Evaluation des méthodes de sélection dVatrpar la qualité de la classification

somme des inerties intra-classes et maximiser la sommede®s inter-classes.

Les principales étapes de I'algorithme des k-means sostigantes :

1. L'algorithme choisit aléatoiremektpoints comme étant les centres des classes dans I'es-

pace des attributs sélectionnés.
2. Les points restants sont assignés a la classe dont le estie plus proche.
3. L'algorithme met ensuite & jour le centre de chaque claisse obtenue.

4. Les instructions 2 et 3 sont réitérées jusqu’a ce que lasasedes classes ne varient plus

au sens d’un critére d’arrét.

4.3.1.2 Résultats de comparaison de I'évaluation supenés et de I'évaluation non-supervisée

du score Laplacien

Dans cette partie, nous comparons les deux méthodes cédeaiudu score Laplacien sur
les bases de données utilisées précédemment.
Nous comparons la méthode d’évaluation supervisée classigj utilise I'algorithme du 1-ppv
avec les données d’apprentissage comme prototypes dsssktda méthode d’évaluation non-
supervisée, proposée dans la section 4.3.1, qui utilitgofithme des k-means afin d’estimer
les labels des données d’apprentissage. Ces labels estnoéd ensuite utilisés par I'algo-
rithme du 1-ppv afin de calculer les taux de bonne classificates données test.
Pour évaluer le score Laplacien non-supervisé, I'algoréldes k-means opere dans I'espace
des attributs sélectionnés afin d’estimer les labels deséksnd’apprentissage.
La figures 4.5 montre les résultats de comparaison des tabardee classification en utilisant
les attributs sélectionnés par le score Laplacien sur cispment 'Wine''Image segmenta-
tion’, "Vehicle’, 'ORL’, 'Colon cancer’ et 'Leukemia’.
D’apreés cette figure, nous pouvons remarquer qu’il existéaamt entre les taux de bonne clas-
sification des deux méthodes d’évaluation. Cet écart esrfmmt variable entre les différents
bases de données. Les écarts moyens entre les deux méthmddgation sur ces bases sont

© 2011 Tous droits réservés. http://doc.univ-lille1 fr



4.3. Evaluation selon le contexte

These de Mariam Kalakech, Lille 1, 2011

125

0.9F

0.8

0.7r

0.6

05F

0.4

0.3f

SL (non-supervisé))
0.21 SL (supervisé)

Taux de bonne classification

0.1r

2 4 6 8 16 1‘2
Nombre d'attributs sélectionnés

(a) 'Wine’

1

091

0.8

0.7F

0.6

0.5F

0.41

0.3F

0.2 SL (non-supervisé)
SL (supervisé)

Taux de bonne classification

0.1F

9]

s 6 8 10 12 14 15
Nombre d'attributs sélectionnés

(c) "Vehicle’

.
0 2

18

091

0.8

0.7

0.6

0.5F

0.4

SL (non-supervisé)

031 SL (supervisé)

0.2

Taux de bonne classification

0 500 1000 1500
Nombre d’attributs sélectionnés

(e) 'Colon Cancer’

2000

Taux de bonne classification Taux de bonne classification

Taux de bonne classification

0.9F

0.8

0.7r

0.6

0.5F

0.4

0.3f

0.2

0.1r

SL (non-supervisé)
SL (supervisé)

4 6 é £0 £2 £4 16
Nombre d'attributs sélectionnés

(b) 'Image segmentation’

0.9F

0.8F

0.7F

0.6

0.5F

0.41

0.3F

0.2r

0.1F

SL (non-supervisé)| |
SL (supervisé)

0.9F

0.8

0.7F

0.6

0.5F

0.4

0.3F

0.2

0.1F

. . . . .
200 400 600 800 1000

Nombre d'attributs sélectionnés
(d) 'ORL

SL (supervisé)
SL (non-supervisé)

1000 2000 3000 4000 5000
Nombre d’attributs sélectionnés

() 'Leukemia’

Figure 4.4 : Comparaison entre les taux de bonne classification en utiliaanéthode d'éva-
luation supervisée et ceux obtenus en utilisant la méthodesnpervisée en fonction du nombre
d’attributs sélectionnés par le score Laplacgirpour les base 'Wine’, 'lmage segmentation’,

"Vehicle’, 'ORL, 'Colon Cancer’ et 'Leukemia’
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respectivement 1.82%, 12.74%, 21.23%, 27.9%, 19.2% eR%&.En effet, il est tout a fait
normal que les taux de bonne classification des donnéesitastisant une évaluation supervi-
sée soient supérieurs a ceux obtenus en utilisant une éealu@n-supervisée. Il est toutefois

plus réaliste de réaliser la sélection et la classificatemmsde méme contexte.

4.3.2 Evaluation semi-supervisé

Dans un contexte semi-supervise, I'expert fournit unermfation partielle sous forme de
contraintes must-link et cannot-link. En présence de cesraintes, nous proposons d’utili-
ser I'algorithme des k-means sous contraintes développ@/pgstaff et al., afin d’estimer les
labels des données d’'apprentissage [WGOR. Cet algorithme va opérer dans I'espace d’at-
tributs considéré. Ensuite, ces labels estimés seroigastitomme prototype de classes par le
classifieur du plus proche voisin afin de classifier les donést. Comme pour I'évaluation
non-supervisée, nous réalisons une étape de mise en aordesyce entre les labels réels et
labels estimés des données d’apprentissage en utiliségaiithme de Carpaneto et al. [CT80].
Avant de présenter les résultats sur différentes bases mieeds, nous allons décrire I'algo-

rithme des k-means sous contraintes de Wagstaff et al. [\WQR

4.3.2.1 Lalgorithme des k-means sous-contraintes

L'algorithme des k-means sous-contraintes de Wagstaff. ¢t CR"01] est une modifi-
cation de l'algorithme classique des k-means afin de respkst contraintes must-link7 et
cannot-link# fournis par I'expert.

L'algorithme se décompose selon les étapes successivesias :

1. L'algorithme choisit aléatoiremektpoints comme étant les centres des classes dans l'es-

pace des attributs sélectionnés.

2. Les points restants sont assignés a la classe dont lee asitte plus proch&out en
vérifiant que 'ensemble des contraintes must-link.# et cannot-link ¢’ ne sont pas
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violées.
3. Lalgorithme met ensuite a jour le centre de chaque class obtenue.

4. Les opérations 2 et 3 sont réitérées jusqu’a ce que lesesates classes ne varient plus

au sens d’un critére d’arrét.

La modification majeure indiquée en gras consiste a s’asaurenoment de I'assignation des

données aux différentes classes, que I'ensemble des itwasraont effectivement respectées.
Dans le cas contraire, Wagstaff et al. n’assigne la donngegmondante a aucune classe. Ce-
pendant, nous choisissons de forcer le respect des difSreontraintes afin d’estimer les labels

de toutes les données d’apprentissage.

4.3.2.2 Reésultats de comparaison de I'évaluation supends et de I'évaluation semi-supervisée

des scores de contraintes

Dans cette partie, nous appliquons les deux méthodes dai@h des divers scores de
contraintesSC, SC, SC et SC* aux bases de données.
Nous comparons la méthode d’évaluation supervisée clessjgi utilise I'algorithme du 1-
ppv avec les données d’apprentissage comme prototypedadses et la méthode d’évalua-
tion semi-supervisée, proposée dans la section 4.3.2 titiged'algorithme des k-means sous
contraintes afin d’estimer les labels des données d’appsage. Ces labels estimés seront en-
suite utilisés par I'algorithme du plus proche voisin afincdéculer les taux de bonne classifi-
cation des données test.
Pour les scores de contraint®6!, SC, SC et SC, le taux de bonne classification obtenu par
chacun des scores est moyenné sur 100 exécutions aveemiffgigénérations des contraintes.
Dans notre procédure d’évaluation, nous utilisons I'dthane des k-means sous contraintes
gui opére dans I'espace considéré afin de labelliser lesédsndiapprentissage tout en garan-
tissant le respect des différentes contraintes. Ces labgigés seront ensuite utilisés comme
prototypes de classes par I'algorithme du plus procheweaiBn de calculer le taux de bonne
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Figure 4.5 : Comparaison entre les taux de bonne classification en utilisanéthode d’éva-
luation supervisée et ceux obtenus en utilisant la métheaté-supervisée po8C, SC, SC
et SC* en fonction du nombre d’attributs sélectionnés pour la Basee’. 10 contraintes for-
mées de 5 must-link et 5 cannot-link sont utlisées.

classification des données test.

Les figures 4.5, 4.6, 4.7, 4.8, 4.9 et 4.10 montrent les r&@sulte comparaison en utilisant les
attributs sélectionnés par les différents sc@€s SC, SC et SC* sur respectivement les bases
'Wine’, Image segmentation’, "Vehicle’, 'ORL’, 'Colon cares’ et 'Leukemia’.

D’apreés ces différentes figures, nous pouvons remarqueart' @€ntre les taux de bonne classi-
fication des deux méthodes d’évaluation des scores de our8&C, SC, SC et SC*. Les
écarts moyens entre les deux méthodes d’évaluation deseatifs scores sur les différentes

bases sont résumeés dans le tableau 4.7. D’apres ce tableapawwvons remarquer que I'écart
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Figure 4.6 : Comparaison entre les taux de bonne classification en utilisanéthode d’éva-
luation supervisée et ceux obtenus en utilisant la métheaté-supervisée po8C, SC, SC

et SC* en fonction du nombre d’attributs sélectionnés pour la bimsage segmentation’. 10
contraintes formées de 5 must-link et 5 cannot-link somngésis.

est vraiment variable entre les différentes bases de denGépendant pour une méme base de

données, cet écart est trés proche entre les différentssscor

On peut noter que l'algorithme des k-means sous contramgss pas I'algorithme qui fournit

des performances optimales en présence de contraintexd2epenous avons utilisé cet algo-

rithme simple afin de montrer la différence entre les tauxatenk classification selon que les

labels des données d’apprentissage sont estimés ou non.
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Figure 4.7 : Comparaison entre les taux de bonne classification en utilisanéthode d’éva-
luation supervisée et ceux obtenus en utilisant la métheaté-supervisée po8C, SC, SC
et SC* en fonction du nombre d’attributs sélectionnés pour la Béskicle’. 10 contraintes
formées de 5 must-link et 5 cannot-link sont utlisées.

4.3.2.3 Comparaison des résultats de classification des sepde contraintes en utilisant

une évaluation semi-supervisée

Afin de comparer les résultats de classification des s@EEsSC, SC et SC* en utilisant
une évaluation semi-supervisée, la figure 4.11 montre lesda bonne classification des scores
SC, SG, SC et SC* en fonction de différents nombres d’attributs sélectiansiér les bases
'Wine’, Image segmentation’, "Vehicle’, 'ORL’, 'Colon cares’ et 'Leukemia’.

A partir de cette figure, nous pouvons remarquer que lestaésule classification obtenus par

les scoreSC, SC, SC et SC* sont trés proches, les différentes courbes sont voisinesn@o
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Figure 4.8 : Comparaison entre les taux de bonne classification en utilisanéthode d’éva-
luation supervisée et ceux obtenus en utilisant la métheaté-supervisée po8C, SC, SC

et SC* en fonction du nombre d’attributs sélectionnés pour la Bagt’. 60 contraintes for-
mées de 30 must-link et 30 cannot-link sont utlisées.

ces résultats sont moyennés sur 100 exécutions, il estldiffie les comparer.

En outre, le tableau 4.8 montre la somme des rargpour les différentes bases de données

'Wine’, 'Image segmentation’, "Vehicle’, 'ORL’, 'Colon Canceet 'Leukemia’. Le total des

rangs de chacun des scores est calculé en considérant le noénfiee d’attributs que nous

avons considéré pour I'évaluation dans le contexte sup&rgbit respectivement 6, 5, 8, 300,

1000 et 2576 attributs. Rappelons que pour les bases 'Wingage segmentation’, "Vehicle’

et 'ORL’, 10 contraintes (5 must-link et 5 cannot-link) oné girises en compte et pour les

bases 'Colon Cancer’ et ’Leukemia’, il s’agit de 60 contrasnt&0 must-link et 30 cannot-link).
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Figure 4.9 : Comparaison entre les taux de bonne classification en uatilisanéthode d'éva-
luation supervisée et ceux obtenus en utilisant la métheé supervisée poBCt, SC, SC et

SC* en fonction du nombre d’attributs sélectionnés pour la Baskn Cancer’. 60 contraintes
formées de 30 must-link et 30 cannot-link sont utlisées.

Notre scoreSC* a la valeur la plus faible 3 fois (indiqué en gras) parmi legyfds du tableau

4.8. Les trois autres scores se partagent chacun une ligleec@dirme alors que les attributs

sélectionnés par le scoBC* fournissent des résultats de classification supérieursné des

attributs sélectionnés par les scores existants en utileaassi bien une évaluation supervisée

g’'une évaluation semi-supervisée.
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Figure 4.10 : Comparaison entre les taux de bonne classification en atilisanéthode d’éva-
luation supervisée et ceux obtenus en utilisant la métheaté-supervisée po8C, SC, SC
et SC* en fonction du nombre d’attributs sélectionnés pour la Basekemia’. 60 contraintes
formées de 30 must-link et 30 cannot-link sont utlisées.

4.4 Conclusion

Les difféerents scores de sélection sont généralement géspa évaluant le taux de bonne
classification des données test. Pour ce faire, le classii@yplus proche voisin opére dans
I'espace composé des attributs sélectionnés en utilisariibels des données d’apprentissage
comme prototypes des classes.

Dans ce chapitre, nous appliquons cette procédure d'di@iuafin de comparer les scores de
contraintesSCt, SC, SC et SC* sur différentes bases de données de référence. Les résuitat

montré que le taux de bonne classification des données tiestwbans I'espace original des
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Figure 4.11 : Taux de bonne classification en fonction du nombre d’attsibélectionnés sur les
6 bases de données. 10 contraintes formées de 5 must-limaehbt-link sont utilisées pour les
bases 'Wine’, 'Image segmentation’, 'Vehicle’ et 'ORL’ et 60ntraintes formées de 30 must-
link et 30 cannot-link sont utilisées pour les bases 'Colondedret 'Leukemia’. L'évaluation
est effectuée dans un contexte semi- supervisé : I'algoattu 1-ppv utilise les labels estimés
des données d’apprentissage comme prototypes des classes.
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Base de donnéesSC | SC SC sc sct

'Wine’ 2.14% | 2.72% | 1.928% | 2.46%

'Image segmentation’ 13.25% | 14.62% | 12.66% | 14.01%

"Vehicle’ 20.76% | 21.79% | 20.78% | 20.94%

'ORL 22.77% | 22.41% | 25.06% | 23.66%

'Colon Cancer’ 21.92% | 20.53% | 20.01% | 20.33%

'‘Leukemia’ 17.86% | 19.28% | 17.85% | 15.71%

Tableau 4.7 :Les écarts moyens entre I'évaluation supervisée et |I'@t@n semi-supervisée
des différents scores de contraintes sur les différentssshde données.

Basededonnéeg | T! | T2 [ T3 | T
"Wine’ 191 | 277 | 206 | 157
‘Image segmentation’ 165 | 219 | 161 | 196
"Vehicle’ 261 | 239 | 238| 209
'ORL 230 | 200 | 264 | 228
'Colon Cancer’ 150 | 216 | 162 | 150
'Leukemia’ 140| 240| 140| 176

Tableau 4.8 :Le total des rangs des différents scores pour différentessode données.

attributs est généralement plus faible que celui obtens darsous-espace composé d’attributs
sélectionnés. Ceci prouve que ces bases de données soddftamhalédiction de la dimension,
a savoir que les attributs sont soit peu pertinents, soitlés entre eux. Par conséquent, il est

opportun de ne sélectionner que les plus pertinents.

Parmi les six bases utilisées, les bases 'Colon Cancer’ ekdraia’ sont particulierement
intéressantes car le nombre de données d’apprentissaggtteshent inférieur au nombre d’at-
tributs. La réduction de la dimension de I'espace de reptétien par une sélection des attri-
buts est une étape nécessaire a I'analyse des donnéesadagmese en compte conjointe des
contraintes et de la structure locale des données, notre S€b permet d’obtenir des résultats

de classification qui surpassent ceux des autres scoresittaintes pour ces deux bases.

Lors de ce chapitre, nous avons mis en évidence que génératlémclassification des
données test opére dans le contexte d’apprentissage mépgnrisque les labels des données
d’apprentissage sont utilisés comme prototypes des clgsmele classifieur du plus proche
voisin. Cependant, la sélection des attributs a partir des@ates fournies par I'expert a été

menée dans le contexte semi-supervisé ou nous ne dispas®asnformation a priori sur les
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labels des données d’apprentissage.

Nous proposons donc que le contexte dans lequel opéredatiah des performances soit
le méme que celui retenu pour sélectionner les attributscbanaissances a priori seront donc
les mémes pour la sélection des attributs a partir de I'seaties données d’apprentissage et
pour la classification des données test. En effet, un uglisasuit une démarche similaire pour

comparer 'efficacité de différents scores de contraintesde cadre de son application réelle.

Dans le cas ou la connaissance a priori est composée uniquedmeontraintes must-link
et cannot-link, nous avons proposé que les labels des demfeprentissage soient estimés
par l'algorithme des k-means sous contraintes qui tent@dmir une partition respectant au
maximum les contraintes. Cet algorithme n’est pas le plufopaant puisqu’il ne garantit
pas le respect de toutes les contraintes disponibles uswwitdeux contraintes portent sur une
méme donnée. Il serait alors intéressant d’utiliser unréttyoe de classification qui permet de
garantir le respect de toutes les contraintes fourniesgqudrt. Les labels estimés des données
d’apprentissage sont ensuite utilisés comme prototypssidsses par le classifieur du plus
proche voisin afin de classer les donnés test. Nous avonseapgite démarche, évaluation

semi-supervisée pour la différencier de I'évaluation sugée qui est classiquement suivie.

La comparaison entre les évaluations supervisée et sgrangsée des scores de contraintes
montre que le taux de bonne classification des données testwode maniéere supervisée est
toujours supérieur a celui obtenu de maniére semi-suggry@vec un écart moyen variant
selon les bases de données entre environ 2% et 28%. Lesmanfoes atteintes par les scores

de contraintes sont donc fortement impactées par le modealdation retenue.

Le classement relatif entre les scores de contraintesiagestperformances peut également
varier selon le mode d’évaluation. Par exemple, notre s86fejui est le meilleur pour la base
‘Leukemia’ quelque soit le nombre de contraintes (cf. tablé.6) selon I'évaluation supervisée
se retrouve en deuxieme position selon I'évaluation sempéesvisée (cf.tableau 4.8). Toutefois,
notre scoreSC* atteint des performances globalement supérieures a delfesutres scores de
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contraintes, quelque soit le mode d’évaluation retenu.
Dans le chapitre suivant, nous proposons d’appliquer éctéh d’attributs grace aux scores

de contraintes a un probléme d’analyse d’'images, a savoiassification de textures couleur.
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Chapitre 5

Sélection d’attributs pour la classification

de textures couleur

5.1 Introduction

Les algorithmes de classification d’images représentantisd¢ures analysent généralement
les attributs caractérisant les textures en présence.
Dans le cadre de la classification d'images de texture cguleuploitation de la seule infor-
mation de luminance est souvent insuffisante pour discanlas textures. En effet, plusieurs
auteurs ont montré que I'exploitation de la couleur pernemeéliorer les résultats en termes
de classification de textures, comparativement a une siamaby/se en niveaux de gris.
En effet, différents auteurs ont montré I'apport de la coul la classification d'images de
texture. Van den Broek, ainsi que Hernandez montrent quplbéation de la couleur permet
d’améliorer les résultats de classification de textures [BRBHCG ' 05].
Palm et Porebski et al. ont montré que les attributs d’Helradixtraits des matrices de co-
occurrences sont des attributs pertinents qui permetetistriminer différentes classes de
texture couleur [Pal04] [Por09] [BR04]. C’est pour cette raigoe nous avons choisi ces attri-
buts afin de caractériser les différentes images de textures
La couleur des pixels peut étre codée dans différents espaoaéeur qui respectent des proprié-
tés colorimétriques spécifiques. Porebski et al. ont majted’analyse des attributs d’Haralick
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extraits des matrices de cooccurrences calculées sur dgesncodées dans plusieurs espaces
permet d’améliorer les performances de classification [RP8M

Cependant, le fait d’extraire des attributs d'images cod@es plusieurs espaces couleur aug-
mente le nombre d’attributs. Comme ce nombre élevé peutdéglaqualité de discrimination
vis-a-vis des classes en présence, il est nécessaire deés@ier les attributs les plus discrimi-
nants.

Le but de ce chapitre sera alors d’appliquer les différecises de sélection semi-supervisée a
la sélection d’attributs de textures couleur. Ainsi, noomencons par une définition des attri-
buts de textures utilisés. Il s’agit des attributs d’Harlakxtraits des matrices de co-occurrences.
Ensuite, nous exposons les différentes bases de texturédence avec lesquelles nous avons
mené nos expériences. Nous comparons alors les performabtenues avec les scores de
contraintes sur ces bases. Cette comparaison est baséesaffigient de Kendall et les taux
de bonne classification des images test. Nous menons catt&fon dans un contexte super-

visé ainsi que dans un contexte semi-supervisé cohérentald de la sélection.

5.2 Exploitation de la couleur pour I'analyse de textures

Une image couleur numérique est une matrice de pixels. Uaapde chaque pixel peut étre
définie par trois composantes rouge, verte et bleue. Ellegieriégalement représentée dans
différents espaces couleurs selon différentes proprgtgsiques, physiologiques et psycho-
visuelles.

D’une maniere générale, la couleur d’'un pixel est repré&separ trois composantes not€zs
C, etCs. Ces trois composantes forment un espace vectoriel d'er@iappelé espace couleur
et noté(C1,C,,C3). Dans cet espace, la couleur d'un pixel donne naissance @inirCpdont les

coordonnées sont les niveaux des compos&ites, etCs. La figure 5.1 illustre ce propos.

Dans la littérature, il existe un grand nombre d’espacetecoliTFMBO04]. Chacun a ses pro-
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Figure 5.1 : Le pixel encadré en blanc dont les composantes couleuiCiob et C3 donne
naissance a un poiftdans I'espacéC;,Cy,C3).

priétés spécifiques, ses avantages et ses inconvéniergbskica montré qu'il n’existe pas un
unique espace couleur adapté a la classification de tostésdeires [Por09].

Au lieu de choisir un espace couleur spécifique, nous proyalors de combiner les espaces
(R,G,B), (H,SV) et (L*,a",b*) afin d’améliorer les performances de classification degé&sa

couleur.

— L'espace R, G, B) est I'espace couleur le plus utilisé, il est basé sur lesi@aires : le
rouge, le vert et le bleu. La reproduction de n'importe cuebuleur peut étre obtenue
par synthese additive de ces 3 primaires.

— L'espace(H,S V) est un espace perceptuel dont les acronymes sont : H : Huea$S : S
turation et V : Value. Dans cet espace, la couleur est dégateapport a ldeinte, la
saturation et laluminosité. La luminosité caractérise le niveau lumineux d’un stinsulu
de couleur. La teinte correspond aux dénominations deggamutelles que rouge, vert,
bleu, jaune, ... La saturation, elle, est une grandeur peanted’estimer le niveau de
coloration d’'une teinte indépendamment de sa luminosité.

— L'espace [(*,a*,b*) est un espace perceptuellement uniforme défini par le Cosionis
Internationale de I'Eclairage (CIE). Les points corresmorich des stimuli de couleur
sont contenus dans une sphere, comme l’illustre la figureCm®Bs le cas des espaces
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perceptuellement uniformes, la composante de luminariapps|éelarté.

Modéle CIELAB

Figure 5.2 : Espace couleufl*,a*,b*).

Les transformations de I'espace RGB vers ces espaces seatpFés dans la these de Vanden-
broucke [Van00] [TFMBO04].

Ainsi, nous associons les informations provenant de césrdifts espaces couleurs en codant
les images de texture dans ces espaces et en calculantrimgsatie textures extraits a partir
des images ainsi codées. Ces espaces couleurs ont été raiesgige la transformation RGB

est non linéaire.

5.3 Attributs de textures couleur

Il existe un grand nombre d’attributs pouvant caractéudesrtextures couleur dans la litté-
rature. Ces attributs sont regroupés en plusieurs catégorie
— les attributs géométriques [ZC06],
— les attributs basés sur la modélisation spatiale desreexfbiK04] [BK98] [KHO6],
— les attributs spatio-fréquentiels [TJ98] [Zen86]
Nous citons juste ces catégories sans les détailler ettkulepeut trouver plus de détails

dans [Por09].
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Porebski et al. [PVM09] ont montré que les attributs d’Hiakakxtraits des matrices
de co-occurrences sont des attributs qui permettent derdiser efficacement les dif-
férentes classes de textures couleur. C’est pour cettenrgis® nous avons choisi ces

attributs afin de caractériser les différentes images daresx

5.3.1 Matrices de co-occurrence

Les matrices de co-occurrences, introduites par Haratidog 3, ont tout d’abord été im-

plémentées en niveaux de gris [HSD73]. L'exploitation dedaleur permettant d’amé-

liorer les résultats en termes de classification de textu?abn propose d’étendre le

concept de matrices de co-occurrences aux images couledgfgrssant les matrices

de co-occurrences chromatiques [Pal04]. Cet outil statistest intéressant de part le fait

gu’il mesure la distribution des composantes couleur damsade, tout en prenant en

compte les interactions spatiales entre les pixels.

Expliquons le calcul de ces matrices pour une imiagent la couleur est codée dans un

espace couleyiCy,C,,C3). Considérons :

— Ck,Cy € (Cq,C,Cg), deux des trois composantes couleur,

— etM%C¢ 1], la matrice de co-occurrences chromatique qui mesuretetion spatiale
entre les composant€y etC, des pixels voisins dans un voisinage 3 de I'imagel

Le contenu de la cellul®%[1](i,j) de cette matrice indique le nombre de fois qu’'un

pixel P de I'imagel, dont le niveau de composante coul@y(P) est égal & posséde,

dans son voisinage»33, un pixelP’ dont le niveau de composar@g (P') est égal §.

Ces matrices de co-occurrences sont insensibles aux translales objets dans les

images. Comme elles mesurent les interactions localeslesatpéxels, elles dépendent de

la taille de I'image et sont sensibles a la résolution spgtiRour les rendre indépendantes

de la taille de I'image, il est nécessaire de normaliser casioes par le nombre total de
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co-occurrences dans la matrice considérfig’ 35 M&%Se[1](i, ) :

MSC1](a,b)
S 3 M&CeqI(i, j)

S (1] ((ab) = Y(a,b) €[0,...,(N—1)] (5.1)

ou N est le niveau de quantification des composantes couleur.

Le niveau de quantificatioN des composants couleur est fixé a 32 afin de diminuer le
colt de stockage en mémoire et le temps de calcul de ces esadiitsi que des attributs
extraits.
Une image couleul dont la couleur est codée dans un espace coul@€A,Cs), est
caractérisée payy = 6 matrices suivantes :
— trois matrices intra-composantes :

mrCa(l], me2C2 (1] et Cs 1.
— trois matrices inter-composantes :

mcrC21], mtrSs(1] et mC2.Call].

5.3.2 Attributs d’Haralick extraits des matrices de co-occurrences

Comme les matrices de co-occurrences contiennent beautoigordations et sont donc
consommatrices en espace mémoire, elles ne sont pas diegtttexploitées pour carac-
tériser les textures couleur. Les utilisateurs préferemiccextraire de ces matrices des
attributs afin de réduire la quantité d’'informations a matep tout en conservant la per-
tinence de ces descripteurs. C’est pour cette raison queavaus choisi d'utiliser les
13 (Ny = 13) premiers attributs d’Haralick not@é ...f13 extraits a partir de ces matrices
[HSD73].

Nous notonsf,

, l'attribut d’indicei extrait de la matrice de co-occurrences chroma-
tique normalisée™S¢ 1],
Haralick propose quatorze attributs de textures extratsrdatrices de co-occurrences
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[HSD73]:
1. Second moment angulaire (ou énergie) :
N-1 N-1 >
Cx,Cy Ci.,.Cus
f = 1 (i, ) (5.2)
Cr=3 3 }
2. Contraste :
£ GGy "o N GRS 11,1, ) (5.3)
K = n m-<~ (1, (1 5.
? n= i; j;
li—jl=n
3. Corrélation :
e D0 T () - )& ) 54

OxOy

ou Ly, My, Ox et oy sont respectivement les centres de gravité et les eécagsiyp

Ck 7Ck/ Ck 7Ck/

[1(i) etmy* ™ [1](j), avec

mffk’ck’ % Ck,Ck'

et
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4. Variance (ou inertie) :

N—-1 N-1
WSy 3 0 W) 55

ol i est le centre de gravité des coefficients de la matrfeé [1].

5. Moment différentiel inverse (ou homogénéité) :

N-1 N-1

o =3 > T e e (5.6)

6. Moyenne des sommes :

Ck,.Cy 2N-1) C.Cys
fo = % L.m 2y (1) (5.7)
|=
ou
ckc N-1 N-1 6.
rnXJr’yk Z) ZO S| ), =0,1,....2(N-1)
i+j=I
7. Variance des sommes :
2(N-1)
Cx,Cy C¢.C,v,0 Ci,.Cis
f, o = Z) (I = g ¥ )2 mA s 1](1) (5.8)
|=
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8. Entropie des sommes :

2(N-1)
s 5 110 tog {5 1) (5.9)
9. Entropie :

N—-1 N-1

(oG % % e | Iog{ Ck,Ck/“](.,j)} (5.10)

10. Variance des différences :

N-1

£ oG — |Zo (I — Hxoy)? MEGK () (5.11)
ou
CCq = S S S D) (N-1)
mAR (1) = mCSe11(i,j), 1=0,1,...,(N—1
y I:I%JTZ]
i—j|=
et

N—-1
by =3 Lm0

11. Entropie des différences :

N—
3% == 5 mEFN10) log {mEgF (1) } (5.12)
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12. Information sur la corrélation :

C.Cy

CCo fg 7 — HXY1
f = A X YT (5.13)
ou
N—-1 N-1
| Cv.Cy Cuitys

HXYL=—5 5 S )log { [ x my 1)) §

N—1 N-1

=3, 3 I tog{mE )}

% Z) 1) log {my* ¥ 1))}

13. Information sur la corrélation :

£,59°% = (1 — exp[—2.0(HXY2 — f,x%)))2 (5.14)

ou

N-1 N-1

HXY2 = — Z) Z) ] (i) x my 1))
log { ™ (1)) > my 1)) }

Ainsi, pour exploiter les propriétés des 3 espaces couteteausNs = 3), chaque

image est codée dans chacun de ces espaces. Ensuite, pque &xpace cou-
leur, les 6 matrices de co-occurrences sont calculgs= 6) et les 13 attributs
d’Haralick sont extraits a partir de chaque matriblg & 13). Comme nous avons
retenu 3 espaces couleur, chaque image texture couleunrestt@risée patd =
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NH < Nv x Ns = 13 x 6 x 3 = 234 attributs de textures couleur candidats.

Afin de classifier les différentes images de texture, un iflagsopere généralement
dans I'espace d’attributs de départ. Cependant, un noméré dlattributs peut di-
minuer le taux de bonne classification de ces images et augmemremps de calcul
[JZ97].

Nous proposons alors de sélectionner, a partir de I'ensedibttributs de départ,

les attributs les plus pertinents dans un contexte Senargige.

5.4 Reésultats expérimentaux

Les bases d'images de texture couleur VisTex, BarkTex et ©sdst considérées
comme des bases de référence car elles sont frequemmemlyéegpbans la litte-
rature afin de comparer experimentalement les résultatasfication de textures
couleur obtenus par différentes méthodes [PGNLak], [OMP*02]. Avant de pré-

senter les différents résultats , nous détaillons cesrdiffés bases.

5.4.1 Labase 'OuTex

OuTex contient un grand nombre de textures acquises sogsnetions contrélées
par une camera couleur 3-CCD. Pour construire cette base,&gescouleurs de
texture sont divisées en imagettes de taille $2B8 pixels. Comme les images
originales sont de taille 746538 pixels, cela fait un total de 20 imagettes par classe
de texture. La figure 5.3 illustre une image de chaque clas$elohse OuTex.

Parmi les 1360 images de la base OuTex, 680 images sonéesilsomme base

d’apprentissage et 680 comme base de test [PMV02].
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Figure 5.3 : Exemple de textures de la base OuTex : chaque image repéasamtclasse de
texture.

5.4.2 Labase 'VisTex’

Vistex est une base de données formée d’'un ensemble d’indagesture couleur
extraites de scénes naturelles [PGMCette base de référence est constituée de 168
images acquises dans des conditions non contrblées etiedpar 19 catégories de
textures couleur.

Pour construire cette base, 54 images couleur de textutelsisgées en imagettes
disjointes de taille 12& 128 pixels. Comme la taille des images originales est
512x 512 pixels, cela fait un total de 16 imagettes par classe xtaree (voir fi-

gure 5.4).

Figure 5.4 : Exemple de textures de la base VisTex : chaque image repeésea classe de
texture.

© 2011 Tous droits réservés. http://dOC.UHiV-|i||e1 fr



These de Mariam Kalakech, Lille 1, 2011

5.4. Résultats expérimentaux 151

Parmi les 864 images de la base Vistex, 432 images songeslisour la base d’ap-

prentissage et 432 pour la base de test [PMV02].

5.4.3 Labase 'BarkTex’

Les images de la base BarkTex sont divisées également erségldigcorces de 68
images. La taille de chaque image est 2584 pixels.

Pour construire la base BarkTex, une région d’intérét cerstué I'écorce et de taille
128x 128 pixels, est définie en premier. Ensuite, 4 imagette tle & x 64 pixels
sont extraites de chaque région. On obtient alors un enseel$8x 4 = 272 ima-

gettes par classe (voir figure 5.5).

Figure 5.5 : Exemple de textures de la base BarkTex : chaque colonne espeéme classe de
texture.

Parmi les 1632 images de la base BakTex, 816 images sonéesiisomme base

d’apprentissage et 816 pour la base de test [Pal04].

5.4.4 Construction des contraintes

Avant de représenter les résultats sur ces différentes jpasens que les contraintes
must-link et cannot-link sont définies entre les différerniteages. Ainsi, une contrainte
must-link est construite entre deux images de texture de@menclasse et une
contrainte cannot-link est construite entre deux imagetexire de classes dif-
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------- Cannot-link

Must link

Figure 5.6 : Exemple de contraintes must-link et cannot-link sur la izedTex.

férentes. La figure 5.6 illustre ce propos sur la base BarkTex.

5.4.5 Reésultats du coefficient de Kendal

Comme dans le cas des bases de données des chapitres pgedadertceédure
de sélection est réalisée sur la base d’apprentissageldatifférents scoreSC,
S, SC et SC, la procédure de sélection est réalisée sur 100 itératfonbaque
itération, un sous-ensemble différent de contraintes 4imlset cannot-link est gé-
néré aléatoirement.

La figure 5.7 illustre les résultats de coefficient de Kenglatlles différentes bases
de textures et pour différents cardinaux&leallant de 4 contraintes (2 must-link et
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Figure 5.7 : Coefficients de Kendall en fonction du nombre de contraihféﬁ sur les 3 bases
de texture.
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2 cannot-link), jusqu’a 40 contraintes.

Nous pouvons remarquer que les résultats du coefficient dddlesur ces bases

confirment les résultats obtenus sur les

bases précédeatesoefficientk?, K?,

K3 et K* relatives aux scoreSC, SC, SC et SC' augmentent en fonction du

nombre de contraintes. De méme, le coefficiéfta toujours la valeur la plus éle-

vée quelque soit le nombre de contraintes sélectionnées p@ro/e encore une

fois que notre scor8C* est moins dépendant du sous-ensemble de contraintes que

les autres scores de contraintes.
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5.4.6 Reésultats de classification

Nous comparons aussi les performances des différentsssdersélection d’attri-
buts. Les performances sont comparées en utilisant leif@dassdu plus proche
voisin qui opére dans I'espace composé des attributs sméés par les scores de
contraintes. L'évaluation est menée selon la procédurssicjae, a savoir que la
classification opere dans un contexte supervisé. Pour iee Failgorithme du plus
proche voisin utilise alors les labels des données d’apissaime comme prototypes
de classes. Ensuite, nous suivons la démarche expérimeaghous avons proposé
dans le chapitre 4, a savoir que le contexte d’apprentisssige méme pour la sé-
lection et la classification des images test. L'évaluatip@re alors dans un contexte
semi-supervisé en estimant les labels des données d'digiseaye par la méthode
des k-means sous-contraintes, puis ces labels estiméatsisdts par I'algorithme

du plus proche voisin comme prototypes de classes.

5.4.6.1 Evaluation supervisée

La figure 5.8 montre les résultats de classification desrdiiis scores de sélection.
L'évaluation est effectuée dans un contexte superviséldbeds des données d’'ap-
prentissage sont utilisés afin de classer les données test.

D’aprés cette figure, nous pouvons voir que les taux de bolassification des
scoresSC, SC, SC et SC* sont trés proches. Il est doc difficile d’identifier le score
qui fournit les meilleurs performances.

Afin de comparer les résultats de classification des difféeescores, nous calcu-
lons alors le total de leurs rangs en considérant 'espacgosé des 50 premiers
attributs sélectionnés.

Le tableau 5.1 montre le total des ranfys mené sur 100 tirages aléatoires des
contraintes pour les différentes bases de texture 'OuTeisTex’ et ‘BarkTex'.

© 2011 Tous droits réservés. http://doc.univ-lille1 fr



These de Mariam Kalakech, Lille 1, 2011

5.4. Résultats expérimentaux 155

1

Taux de bonne classification

0

0.9f
0.8
0.7f
0.6
0.5f
0.4f
0.3r
0.2f
0.1r

1
0.9f
0.8
0.7f

0

C
i)
<
Q
=
(7]
%]
(—3 0.6f
Q | &
—— sc? = 0°
3 0.4r
sc S )
—— SC4 1) 0.3r —&—SC
©
< 0.2
=]
|c_ts 0.1
Sb 160 1%0 2(30 00 5‘0 1(30 1%0 260
Nombre d’attributs sélectionnés Nombre d’attributs sélectionnés
(a) 'OuTex'. (b) 'VisTex'.

1

0.9
0.8
0.7
0.6

0.5F% o— gc!
0.4 +SC2

0.3 SC3
0.2 —a— sc?

0.1

Taux de bonne classification

% 50 100 150 200
Nombre d’attributs sélectionnés
(c) 'BarkTex'.

Figure 5.8 : Taux de bonne classification en fonction du nombre d’attsilsé¢lectionnés sur
les 3 bases de textures : 10 contraintes formées de 5 mlsttlin cannot-link sont utilisées.
L'évaluation est effectuée dans un contexte superviségdrdhme du 1-ppv utilise les labels
des données d’apprentissage comme prototypes des classes.

Basededonnéeg | T1 | T2 | T3 | T#
'OuTex’ 228 | 256 | 284 | 212
VisTex’ 296 | 280 | 244 | 200

'‘BarkTex’ 220 | 200 | 310 | 250

Tableau 5.1 :Le total des rang$ * des différents scores pour différentes bases de données.
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Notre scoreSC* a la valeur la plus faible (signalée en gras) sur les base$eu
et 'VisTex' et il est classé troisieme sur la base 'BarkTex'ciGmnfirme alors que
la prise en compte conjointe des contraintes et de la steitbgale des données
par notre score permet de sélectionner les attributs dermekultats de classifica-
tion sont meilleurs que ceux obtenus avec les attributsts@hmés par les scores de
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Figure 5.9 : Taux de bonne classification en fonction du nombre d’attsilsglectionnés sur les
3 bases de textures : 10 contraintes formées de 5 must-lhkagtnot-link sont utilisées. L'éva-
luation est effectuée dans un contexte semi-superviségotithme du 1-ppv utilise les labels
estimés des données d’apprentissage comme prototypelsgessc Ces labels sont estimés en
utilisant k-means sous contraintes

contraintes existants.

5.4.6.2 Contexte d'évaluation cohérent avec celui de la s€tion d’attributs

Afin que I'évaluation et la sélection soient cohérentes,snéualuons les diffé-
rents scores dans un contexte semi-supervisé. Ainsipfifgnes des k-means sous
contraintes opere sur les données d’apprentissage dapade sélectionné par les
différents scores afin d’estimer les labels de classes ddareges. Ces labels es-
timés seront alors utilisés comme prototypes des classe&fgorithme du plus
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proche voisin afin de classifier les données test et les canada vérité du terrain
pour évaluer les performances des différents scores.

La figure 5.9 montre les résultats de classification desrdifits scores de contraintes
dans un contexte semi-supervisé. Dans cette figure, nov®pswoir que les taux
de bonne classification des sco®@!, SC, SC et SC* sont trés proches et leurs

courbes respectives sont confondues.

Basededonnéed | T1 | T2 | T3 | T#
'OuTex’ 226| 219| 206 | 200
VisTex’ 226 | 318| 214 | 212

'‘BarkTex’ 170| 230 | 330 | 260

Tableau 5.2 :Le total des rang$ * des différents scores pour différentes bases de données.

Le tableau 5.2 montre le total des rafigspour les différentes bases de texture 'Ou-
Tex’, 'VisTex' et’BarkTex’. L'évaluation dans le contextemi-supervisé confirment
les résultats d’évaluation dans le contexte superviséeNmbpreSC* a la valeur la
plus faible (indiquée en gras) sur les bases 'OuTex’ et "848 Et se classe en troi-
sieme position pour la base 'BarkTex'.

Ainsi, les résultats d’évaluation des différents scorassdan contexte superviseé et
dans un contexte semi-supervisé prouvent que notre scedatdion permet de sé-
lectionner des attributs de textures dont les résultatsagsitication sont meilleurs
a ceux obtenus en utilisant les attributs sélectionnésgzasdores de contraintes
existants. En plus, les résultats de coefficient de Kendaltiéja prouvé que notre

score est moins dépendant du jeu de contraintes choisigxquelit.

5.5 Conclusion

Les attributs d’Haralick extraits des matrices de co-o@nges sont des attributs
pertinents qui permettent de discriminer les différentasses de texture couleur.

Cependant un nombre élevé de ces attributs nécessite uredétaplection des at-
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tributs les plus pertinents. Cela permet alors de réduirertgps de calcul tout en
gardant une bonne qualité de classification.

L'utilisateur peut disposer d’'une information partielleus formes de contraintes
must-link et cannot-link portant sur quelques images deitexLes scores de contraintes
sont alors utilisés afin de sélectionner les attributs las pertinents avant d’effec-
tuer la classification .

Des expériences réalisées sur les bases de texture deno&fénentrent que notre
score de contraintes est moins sensible aux contraintperdides que les scores
existants. En plus, les attributs sélectionnés par ce gmmettent d’obtenir des
taux de classification meilleurs a ceux obtenus en utilinattributs sélectionnés
par les scores existants.

L'utilisation des contraintes must-link et cannot-linkysda sélection d’attributs de
textures est une approche originale et prometteuse pucgieontraintes sont fa-
ciles a obtenir. Un expert peut déterminer visuellemeneéskdmages appartiennent
a la méme classe de textures et ainsi définir une contrainselink entre ces deux
images ou si deux images n’appartiennent pas a la méme dagegtures et ainsi

définir une contrainte cannot-link entre ces deux images.
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Conclusion générale et perspectives

6.1 Conclusion générale

Les travaux présentés dans cette thése s’inscrivent daiaglte de la sélection de
type "filter" d’attributs a I'aide de scores s’appuyant suthéorie des graphes. La
connaissance a priori apportée par l'utilisateur définitcdatexte d’apprentissage
dans lequel opére la sélection. Nous nous intéressons aext@semi-supervisé
ou la connaissance a priori est formalisée sous forme deaiotgs de type must-
link et cannot-link entre données. Les différents scoresmément publiés dans la
littérature intégrent les contraintes must-link et carimi mais négligent I'infor-
mation fournie par les données non contraintes et pouveauétisée dans la sé-
lection. Ceci nous a amené a proposer notre score de sélsetitirsupervisée avec
contraintes qui intégre a la fois la structure locale desndes et le respect des
contraintes.

Comme ces scores de contraintes sont généralement seraiklesntraintes re-
tenues par I'expert, nous avons proposé de mesurer la dépendes scores de
sélection vis-a-vis des contraintes en utilisant le caefficde Kendall et la matrice
des rangs. En effet, le coefficient de Kendall permet de neesairdépendance des
rangs des attributs par les différents scores par rappahi@ngement de contraintes
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disponibles. Grace a ce coefficient, nous avons montré ergaes expériences sur
différentes bases de données réelles que ce nouveau scor@res sensible a I'en-
semble de contraintes que les scores existants. Par gjlispermet de sélectionner
les attributs dont les taux de bonne classification sont emafyes voire meilleurs a
ceux obtenus par les attributs sélectionnés par les scaistargs.

La méthode d’évaluation classique des performances désugdtsélectionnés ne
prend pas en considération le contexte d’apprentissagdelgquel opére la sélection
d’attributs et considere toujours que les données d’apigeage sont labellisées.
Nous avons proposé une méthode d’évaluation non-superetsgemi-supervisée
de facon a ce que la sélection et la classification soientteffes dans le méme
contexte d’apprentissage. Il est vrai que les résultatéadsification obtenus en uti-
lisant I'évaluation supervisée sont plus élevés que cetenuis en utilisant I'évalua-
tion non-supervisée ou semi-supervisée. Cependant, illestgnliste de réaliser la
sélection et la classification dans le méme contexte. Naussasomparé encore une
fois les différents scores en utilisant la méthode d’évadngoroposée. Les résultats
obtenus en utilisant la méthode d’évaluation proposéégmegmt ceux atteints par la
meéthode d’évaluation classique supervisée ; notre sconegt@’ obtenir des résul-
tats de classification comparables aux résultats fourmiepautres scores.

Dans le cadre de la classification d'images de textures agule@us avons appli-
qgué avec succes les divers scores de contraintes afin déig@tec les attributs
de textures les plus pertinents permettant de caracté&esemages. Pour ce faire,
des contraintes must-link et cannot-link ont été définiesedas images de textures.
Ces contraintes ont été utilisées aussi bien dans la sélegtedans la classification

pour évaluer la qualité des résultats obtenus par les éiftérscores
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6.2 Perspectives

Les perspectives a développer a l'issue des travaux dethétte sont sur plusieurs
niveaux, a savoir la définition de contraintes, la prise empmte des contraintes
must-link et cannot-link, mais €également sur la pertinethe® contraintes définies

par I'expert et enfin sur les applications potentielles eadya® d'images.

— Le score proposé dans ce manuscrit est le produit entreote $@placien et
le scoreSC! de Zhang. Le score Laplacien utilisé dans notre score esble s
classique de He et al. [HCNO5]. Il pourrait étre intéressantiler les autres
formes du score Laplacien introduites par Zhao et al. [Z[.O7c
Notre score traite & égalité la contribution du score Laptaet du scoreSCh,

Il serait intéressant de pondérer la contribution des desiéntraintes et non
contraintes afin de favoriser I'une ou l'autre selon la gtriees des données en
présence.

— |l serait intéressant d’étudier la contribution des caintes must-link et cannot-
link dans I'évaluation de la pertinence des attributs. Heteflurant nos travaux
nous avons toujours utilisé un nombre égal de contraintest-timk et cannot-
link. Zhang et al. considéerent que les contraintes mugtdont plus importantes
gue les contraintes cannot-link [ZCZ08], tandis que pourgYenal., ce sont les
contraintes cannot-link qui sont les plus importantes [YAU.

— Durant nos expérimentations, les contraintes ont étérgésé@léatoirement en
prélevant au hasard deux données et en mettant entre cesledamme contrainte
must-link si leurs labels respectifs sont égaux ou une aoré cannot-link s'ils
sont différents. Cette méthode ne permet pas de prendre sitéoation I'utilité
ou l'information apportée par chacune de ces contraintege@ant, les diffé-
rentes contraintes n’ont pas forcément la méme importdficeffet, certaines
contraintes peuvent étre redondantes, incohérentes ompietes par rapport a
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I'ensemble des données [DWBO06]. C’est pour cette raison gerdisimportant
de prendre en considération la cohérence entre les difé&reontraintes ainsi que
I'information apportée par chacune d’elles dans le pracede sélection d’attri-
buts.

Ce choix est mis en évidence dans la figure 4.3 du chapitre dghientation du
nombre de contraintes a induit une diminution des perfonasule classification
sur les bases d’expression des genes. Ce cas révele la r&dassibon choix
des contraintes adaptées a la structure des données aeanalys

Lors de I'évaluation semi-supervisée proposée dans Ipitcead, nous avons
utilisé I'algorithme des k-means sous contraintes afin dellser les données
d’apprentissage. Nous avons bien souligné que cet algwitie fournit pas tou-
jours des résultats satisfaisants. En effet, il ne garpastforcément le respect
de toutes les contraintes, surtout s'il existe plusieurgramtes portant sur la
méme donnée. Il serait intéressant d’utiliser d’autresritlymes de classification
sous-contraintes plus performants [DWBO06].

Enfin, nous avons appliqué la sélection d’attributs a Issifecation des images de
textures couleur. Pour ce faire, nous avons construit desaintes must-link et
cannot-link entre les images. Une autre problématiquedagiante serait la seg-
mentation d’images pour la robotique mobile. Ainsi, I'ineagera grossierement
présegmentée en régions par un algorithme tel que la ligmadage des eaux.
Ensuite, des attributs de textures peuvent étre extraiis garactériser chacune
de ces régions. L'expert peut construire des contraintest-fimk et cannot link
entre ces régions. A partir de ces contraintes, nous polwséastionner les attri-
buts les plus pertinents par les divers scores de contsagni@nsi segmenter les

images par classification des régions.
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—  Must-link

Cannot-link

Figure 6.1 : Image présegmentée par l'algorithme de la ligne de part@geedux. Des
contraintes must-link et cannot-link sont construiteseslds régions.

A titre d'illustration, la figure 6.1 montre I'image d’un tig grossiérement préseg-
mentée en régions par la ligne de partage des eaux. Un expeastide construit
des contraintes must-link et cannot-link entre ces régions

Cette approche est importante pour I'application a la segatien d'images. En
effet, la construction des contraintes must-link et casimitest une tache facile

gue peut réaliser I'expert.
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Résumé:

Dans le cadre de cette thése, nous nous intéressons a laosets attributs en
s’appuyant sur la théorie des graphes dans les différentsxtes d’apprentissage
non supervise, semi-supervisé et supervisé. En particnties nous intéressons aux
scores de classement d’attributs basés sur des contraiogdink et cannot-link.
En effet, ces contraintes sont faciles a obtenir dans leecdels applications réelles.
Elles nécessitent juste de formuler pour deux donnéessi &t ressemblent et donc
doivent étre regroupées ensemble ou non, sans requéfordiations détaillées sur
les classes a retrouver.

Les scores de contraintes ont montré de bonnes performaoceda sélection
semi-supervisée des attributs. Cependant, ils sont forted@pendants du sous-
ensemble de contraintes disponibles. Nous proposonsiaiasore qui utilise a la
fois I'ensemble des contraintes disponibles et les pragsi®cales des données non
contraintes.

Des expériences réalisées sur des bases de données letfigigéelles montrent
gue ce nouveau score est moins dépendant de I'ensemble tiaict@s disponibles
gue les scores existants tout en atteignant des performalecelassification simi-
laires.

La sélection semi-supervisée d'attributs a égalementpjiigaée avec succes a la
classification de textures couleur. En effet, parmi les nennb attributs de texture

pouvant étre extraits des images couleur, il est nécessaisglectionner les plus
pertinents afin d’améliorer la qualité de classification.

Mots-clés: sélection d'attributs, apprentissage semi-supervisges de contraintes,
textures couleur, analyse de données.

Abstract :

Within the framework of this thesis , we are interested indeaselection methods
based on graph theory in different unsupervised, semirgigael and supervised
learning contexts. We are particullary interested in tlagufee rankig scores based on
must-link et cannot-link constraints. Indeed, these gairdis are easy to be obtained
on real applications. They just require to formulize for tdata samples if they are
similar and then must be grouped together or not, withouilbet information on
the classes to be found.

Constraint scores have shown good performances for serangsed feature selec-
tion. However, these scores srongly depend on the giveninikstind cannot-link
subsets built by the user. We propose then a new semi-sgpdreonstraint score
that uses both pairwize constraints and local properti¢iseofinconstrained data.
Experiments on artificial and real databases show that #visstore is less sensi-
tive to the given constraints than the previous scores vgndgiding similar perfor-
mances.

Semi supervised feature selection was also successfuylliedpo the color texture
classification. Indeed, among many texture features wraatbe extracted from the
color images, it is necessary to select the most relevard mnienprove the quality
of classification.

Key words : feature selection , semi-supervised learning, condtsaiares, color
texture, data analysis.
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